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En este volumen se va a tratar una revolución 
tecnológica que, a diferencia de otras, como pueden 
ser la inteligencia artificial o la computación cuántica, 
ha aparecido de una forma muy sutil y por la puerta de 
atrás, y que cuenta con dos elementos claves. Veamos 
cada uno de estos elementos por separado:

Actualmente, a nadie se le pasa que todo está 
conectado mediante una serie de sensores que 
pueden recoger cualquier tipo de actividad sea 
humana, industrial económica o social. Todo 
este mundo interconectado se conoce como 
Internet de las Cosas (IoT, Internet of Things) y 
se prevé que en 2025 estén conectados más de 
75.000 millones de dispositivos. Actualmente 
sólo se toman señales y se envían, o bien 
a otros dispositivos o bien a la nube para 
establecer cualquier tipo de procesado. El 
dispositivo es pasivo: o bien no realiza ningún 
tipo de procesado, o bien realiza un procesado 
muy simple (por ejemplo, implementando un 
filtro digital muy sencillo para eliminar cualquier 
tipo de ruido).

Por otro lado, cabe destacar el auge de 
los microcontroladores. Estos pequeños 
dispositivos electrónicos tienen precios muy 
bajos. Un microcontrolador es un pequeño 
ordenador diseñado para realizar una 
determinada tarea, o programa, dentro de un 
dispositivo. Por ejemplo, en un televisor, un 
microcontrolador puede controlar el selector 
de canales y el sistema de altavoces. Los 
microcontroladores y los componentes que 
gestionan se denominan colectivamente 
sistemas embebidos o empotrados, ya que 
están integrados en los dispositivos que 
controlan. Si el lector mira a su alrededor 
estos sistemas están por todas partes, en casi 
cualquier dispositivo electrónico moderno. 

PREÁMBULO 
TinyML
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Se prevé que para el año 2023 se vendan 33.000 millones 
de microcontroladores, un gran impacto económico por 
el auge de la IoT, a pesar de su bajo coste. En los últimos 
años, los avances en el hardware han permitido que los 
microcontroladores realicen cálculos mucho más rápidos 
y complejos. La mejora del hardware ha facilitado a 
los desarrolladores la creación de programas en estos 
dispositivos y, programas que antes no se podían ejecutar, 
ahora sí que se pueden ejecutar. Entre estos programas, 
hay que destacar por su importancia todas las herramientas 
relacionadas con lo que se conoce como aprendizaje 
máquina y aprendizaje profundo que, en definitiva, son los 
modelos/algoritmos en los que están basados todos los 
sistemas de inteligencia artificial actuales. 

BAJA LATENCIA: Dado que el modelo de IA se ejecuta localmente, los datos no 
tienen que ser enviados a un servidor para ejecutar los sistemas expertos que tomarán 
una determinada decisión sobre los datos. Esto reduce el tiempo de espera hasta 
determinar la salida.

BAJO CONSUMO DE ENERGÍA: Como hemos comentado antes, los 
microcontroladores consumen muy poca energía. Esto les permite funcionar sin ser 
cargados durante mucho tiempo lo que permite independencia con la generación de 
energía (pueden funcionar con baterías). Para situarnos en este punto mientras que 
las CPU de consumo estándar consumen entre 65 y 85 vatios y las GPU de consumo 
estándar entre 200 y 500 vatios, un microcontrolador típico consume energía del 
orden de los milivatios o microvatios. Es decir, un consumo de energía unas mil veces 
menor.

BAJO ANCHO DE BANDA: Como los datos no tienen que ser enviados al servidor 
constantemente, se utiliza menos ancho de banda de Internet. De hecho, hay 
aplicaciones donde el dispositivo no se conecta a Internet. Pensemos que, por 
ejemplo, en el Boeing 787 se generan 5 GB de datos por segundo y en un vehículo 
inteligente se genera 1 GB de datos por segundo. Por lo tanto, en lugar de transmitir 
todos los datos a la nube, sería más beneficioso realizar una investigación primaria de 
los datos en bruto utilizando algoritmos de ML en cada dispositivo IoT.

PRIVACIDAD: Al ejecutarse el modelo en el propio dispositivo, sus datos no se 
almacenan en ningún servidor, por lo que no hay problemas de ciberseguridad. 
Además, hay aplicaciones donde no es posible una conexión a Internet, por ejemplo, 
mar abierto y zonas rurales, donde la conectividad es muy limitada. 

TinyML une el mundo de los dispositivos de bajo coste y bajo consumo energético 
con el campo de las tecnologías de aprendizaje máquina y aprendizaje profundo 
(como se ha comentado anteriormente las tecnologías que sustentan el mundo de 
la inteligencia artificial, IA, actual). Esta unión permite realizar análisis de datos de 
sensores en el dispositivo con un consumo de energía extremadamente bajo. Ahora 
es posible ejecutar modelos de aprendizaje profundo cada vez más complejos 
directamente en microcontroladores. Las ventajas, que se comentarán a lo largo de 
los capítulos, pero que resulta importante destacar y recordar por sus implicaciones, 
son las siguientes:  
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En cuanto a las aplicaciones, existen multitud y no paran de 
crecer. Como botón de muestra, se tienen las siguientes:

MANTENIMIENTO PREDICTIVO. Es una de las que más 
extendida se encuentran actualmente por su impacto 
económico y la importancia a nivel productivo. En este tipo de 
aplicaciones, el dispositivo es capaz de predecir un posible fallo 
de la maquinaria en un cercano horizonte temporal. Dadas las 
condiciones de determinadas factorías (no tienen conexiones 
a Internet por seguridad), este tipo de soluciones se adaptan 
perfectamente. 
SANIDAD. Por poner un ejemplo cercano, en nuestro país la 
población está envejeciendo y la pirámide de población se está 
invirtiendo. Entre otros efectos, se produce una necesidad de 
monitorizar la población debido a la pérdida de capacidades 
motoras e intelectuales con la edad. En este caso, un detector 
de caídas podría determinar esta situación y llamar de forma 
urgente a los posibles familiares/cuidadores. Existe otra 
aplicación en este campo que siempre se cita, el uso de TinyML 
para frenar la propagación de enfermedades transmitidas por 
mosquitos como el dengue. Su mecanismo consiste en detectar 
las condiciones de cría de los mosquitos y agitar el agua para 
evitar su reproducción. Todo a través de energía solar, por lo 
que puede funcionar indefinidamente.
AGRICULTURA/GANADERÍA. El campo de la agricultura/
ganadería es uno de los menos optimizados. La mejora de 
la de los cultivos y el ganado conduce a una mejora de la 
calidad general de la producción. Esto, a su vez, conduce a un 
aumento de los ingresos. Además, esta optimización conlleva 
una mejora de los recursos naturales, por ejemplo un mejor 
aprovechamiento del agua al tiempo que se puede reducir la 
huella de carbono en todos los procesos que implican estas dos 
actividades humanas.
MEDIO AMBIENTE. El cambio climático y la degradación 
del medio ambiente están provocando la extinción (y 
desplazamiento de su hábitat) de especies en todo el mundo. 
La detección automática de especies es una necesidad 
urgente para hacer un seguimiento de las pérdidas en la Tierra. 
Los sistemas de TinyML pueden actuar como sistemas de 
vigilancia a gran escala que ayuden a seguir los resultados 
de la conservación y a orientar los esfuerzos para evitar estas 
pérdidas. Sus características de funcionamiento sin Internet 
y con un consumo energético bajo les hacen especialmente 
indicados para esta función. 
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SMART CITIES. Hasta ahora, la promesa de 
las ciudades inteligentes no se ha cumplido. 
Se tiene la parte sensorizada, pero no se tiene 
implementada la parte importante, la smart o 
inteligente. 

Las aplicaciones mencionadas son solo un 
pequeño ejemplo de la cantidad enorme que ya 
se están desarrollando y planteando. En su nuevo 
libro blanco, TinyML: The Next Big Opportunity 
in Tech, explica por qué el mercado de TinyML 
crecerá hasta los 2500 millones de dólares en 
2030. 

La presente monografía quiere ser la primera 
piedra de lo que seguro será una gran catedral 
en cuanto a bibliografía sobre este tema se 
refiere. El primer capítulo ahonda sobre las 
diferentes herramientas hardware y software 
que se tienen para el desarrollo de estos 
sistemas. El segundo capítulo no se corresponde 
propiamente con sistemas TinyML, sin embargo, 
se ha incluido en este volumen por su relevancia 
actual al tratarse de aplicaciones directamente 
relacionadas con la Covid-19 y porque se 
está trabajando actualmente en llevarlas a 
dispositivos tipo TinyML. Por último, se presentan 
aplicaciones de estos sistemas en el campo de 
lo que se conoce como casa inteligente o Smart 
Home. Y ahora, empecemos la revolución de lo 
pequeño…

Dr. Emilio Soria Olivas
IDAL, Intelligent Data Analysis Laboratory
https://idal.uv.es/
Escuela Técnica Superior de Ingeniería
Universitat de València

https://idal.uv.es/
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¿QUÉ ES 
TINY ML? 

INTRODUCCIÓN

En la situación actual, en la que la pandemia de la 
COVID-19 nos ha dado un respiro, con una actividad 
laboral en recuperación, cada vez escuchamos 
con más frecuencia situaciones de expedientes de 
regulación temporal de empleo (ERTE) motivadas por 
la falta de chips. En nuestro entorno más cercano esta 
situación está afectando severamente a la industria 
del automóvil y las empresas asociadas. Dentro de lo 
que vulgarmente denominamos chips, para referirnos 
a circuitos integrados, utilizados para aplicaciones 
muy diversas, juegan un papel muy importante los 
microcontroladores.

Un microcontrolador es un ordenador en sí mismo, ya 
que dispone de un microprocesador, más dispositivos 
adicionales como memorias y un gran número de 
buses de comunicación que le permiten interactuar 
con el mundo exterior y tomar decisiones de forma 
autónoma. Se trata de sistemas programables, si 
bien su uso está tan extendido que son dispositivos 
fabricados a medida para realizar una determinada 
tarea. La variedad de modelos es inmensa, 
dependiendo de las necesidades de memoria, la 
capacidad de almacenamiento, la potencia de cálculo, 
las necesidades de conectividad, etc.

TinyML propone integrar los desarrollos basados en 
aprendizaje automático (machine learning, ML) en 
dispositivos gobernados por microcontroladores. 
TinyML ha surgido en los últimos años como un 
nuevo campo tecnológico en la intersección del 
aprendizaje automático, las plataformas integradas y 
el software que aprovecha las plataformas integradas 
con limitaciones de potencia para permitir el análisis 
de datos y mejorar su procesamiento sin necesidad 
de acceder a la nube. En concreto, TinyML se centra 
en el despliegue de modelos de redes neuronales 
profundas en los dispositivos integrados con recursos 
limitados que funcionan con microcontroladores 
(MCU), ofreciendo así soluciones para aplicaciones 
con baja latencia y limitaciones de ancho de banda 
de comunicación. Esto facilita el camino para el 
desarrollo de aplicaciones y servicios novedosos que 
no necesitan el soporte de procesamiento en la nube, 
que implica un mayor consumo energético, dadas las 

1
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necesidades de conectividad, que implica riesgos para la seguridad y la privacidad 
de los datos Haga clic aquí para escribir texto. Hay que destacar el cambio de 
paradigma que supone esta aproximación con respecto a los últimos y más famosos 
avances en la inteligencia artificial que están impulsados por los datos masivos, la 
computación y el consumo de cantidades ingentes de energía. A modo de ejemplo, 
la huella de carbono para entrenar el modelo generativo de lenguaje GPT-3 equivale, 
aproximadamente, a recorrer 700.000 kilómetros en coche. Sin embargo, lo que se 
plantea aquí son sistemas con recursos limitados que suelen alimentarse con baterías. 
Están diseñados para vivir mucho tiempo con un consumo de energía inferior a una 
décima de vatio y con recursos limitados, por ejemplo, una frecuencia de CPU de 
64 MHz y 256 KB de RAM. 

La aplicación de técnicas basadas en ML para abordar 
problemas en muy diversos ámbitos, redes neuronales 
(neural networks), aprendizaje profundo (deep 
learning), aprendizaje por refuerzo (reinforcement 
learning) han supuesto gran avance en múltiples 
campos de aplicación, íntimamente relacionados con 
el incremento del volumen de datos disponible y 
también por el aumento de la capacidad de cálculo 
de los sistemas, que han permitido usar 
técnicas como deep learning. Sin 
embargo, existe un gran nicho de 
mercado, con unas expectativas de 
crecimiento enormes, en el que este 
tipo de sistemas no tienen cabida 
debido a las limitaciones de memoria 
y la capacidad de cálculo. 

El mundo de los microcontroladores 
está muy estrechamente vinculado 
con los dispositivos que conocemos 
como Internet de las cosas (Internet 
of things, IoT). La mayoría de estos 
dispositivos realizan tareas muy específicas 
recogiendo la información proporcionada 
por diferentes tipos de sensores, llevan 
a cabo un pretratamiento de los datos y 
realizan una acción. No obstante, lo más habitual es que todos 
estos dispositivos constituyan una red que envía la información 
a un sistema centralizado. Este sistema, con una capacidad de 
cálculo superior, puede realizar operaciones mucho más complejas 
e implementar modelos de ML sin las limitaciones que tiene el 
dispositivo ubicado en el módulo de recogida de datos. Una ventaja 
de estos dispositivos es su pequeño tamaño y consumo, que 
permite a muchos de ellos alimentarse con baterías, si bien a priori 
no son adecuados para ejecutar algoritmos de ML, habitualmente 
desarrollados para dispositivos con gran potencia de cálculo y 
consumo energético. El entorno TensorFlow (TF) (www.tensorflow.
org), como principal biblioteca de código abierto para el desarrollo 
de modelos de ML, no es adecuado para este tipo de desarrollos. Para 
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integrar estos modelos en dispositivos 
integrados y móviles se utiliza 
TensorFlow Lite, que permite realizar 
la inferencia de modelos desarrollados 
en TF en dispositivos con tamaños de 
memoria muy reducidos, del orden de 
kilobytes.

La gran apuesta del tiny machine 
learning es optimizar los algoritmos 
utilizados para la resolución de 
múltiples problemas abordados 
utilizando técnicas de ML para 
que puedan ejecutarse en 
microcontroladores. El término tiny 
no solo está asociado al tamaño de 
estos dispositivos, que pueden ser tan 
pequeños como un grano de arroz 
(https://www.arm.com/blogs/blueprint/
tinyml), sino también a unos consumos 
de solo unos pocos milivatios. 

No todos los microcontroladores 
existentes en el mercado pueden 
utilizarse para la implementación 
de estos sistemas, si bien cada día 
se incrementa su número. Como se 
indicará más adelante, necesitamos 
unos microcontroladores con unos 
requisitos mínimos para que puedan 
ejecutarse los modelos desarrollados 
y unas herramientas software que 
permitan adaptar los modelos a la 
arquitectura de estos micros. Por 
ejemplo, modificando el tipo de 
representación numérica de coma 
flotante a coma fija, para que se 
puedan realizar las operaciones en 
el micro. Esta tarea lleva asociada 
otro importante problema como es 
la cuantificación de las operaciones, 
cuando se trabaja en aritmética de 
punto fijo.

Cada vez es mayor el número de 
fabricantes de microcontroladores que 
disponen de modelos compatibles con 
TensorFlow Lite. En la página web de 
TensorFlow se indican los dispositivos 
soportados (https://www.tensorflow.

La gran apuesta del tiny 
machine learning es optimizar 
los algoritmos utilizados para 
la resolución de múltiples 
problemas abordados 
utilizando técnicas de ML para 
que puedan ejecutarse en 
microcontroladores. El término 
tiny no solo está asociado al 
tamaño de estos dispositivos, 
que pueden ser tan pequeños 
como un grano de arroz 
(https://www.arm.com/blogs/
blueprint/tinyml), sino también 
a unos consumos de solo unos 
pocos milivatios. 

org/lite/microcontrollers?hl=es-419).
El poder ejecutar modelos de ML 
en estos dispositivos, que cuentan 
con sensórica para la recogida de 
información, abre un mundo de 
posibilidades. Estos dispositivos van a 
incrementar su autonomía, ya que el 
poder ejecutar estos modelos, como 
los que se emplean en los sistemas con 
mayor número de recursos (obviamente 
con limitaciones), permite a estos 
sistemas que de forma autónoma 
sean capaces de reconocer sonidos, 
capturar y analizar imágenes, analizar el 
tráfico y modificar la señalización para 
reducir congestiones, monitorizar un 
proceso industrial y predecir cuándo 
es necesario realizar un mantenimiento, 
monitorizar cultivos para detectar la 
presencia de insectos dañinos, realizar 
un control de stock de productos 
en estanterías de supermercados y 
actualizar el inventario, los dispositivos 
de monitorización de señales 
biomédicas vitales, etc. La lista y las 
potenciales aplicaciones futuras son 
casi interminables.

https://www.tensorflow.org/lite/microcontrollers?hl=es-419
https://www.tensorflow.org/lite/microcontrollers?hl=es-419
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Según Grand View Research, (https://www.grandviewresearch.com/industry-analysis/
microcontroller-market) en su análisis Microcontroller Market Size, Share & Trends 
Analysis Report By Product (8-bit, 16-bit, 32-bit), By Application (Automotive, 
Consumer Electronics & Telecommunication, Medical Devices), And Segment 
Forecasts, 2021–2028, el tamaño del mercado mundial de microcontroladores se 
valoró en 17,79 mil millones de dólares en 2020. Se espera que se expanda a una 
tasa de crecimiento anual del 10,1% de 2021 a 2028. La creciente competencia en 
la industria ha llevado al bajo precio del producto, que se prevé que impulsará aún 
más la demanda de microcontroladores. Se espera que la creciente conciencia de la 
gestión inteligente de la energía con la aparición de redes inteligentes aumente aún 
más la demanda de MCU. 

Según la previsión de ABI Research (https://www.abiresearch.com/press/tinyml-
device-shipments-grow-25-billion-2030-15-million-2020/), entre 2021 y 2026 se 
triplicará la cantidad de dispositivos IoT hasta los 23.600 millones. Cada nuevo 
dispositivo representa una oportunidad para aprovechar la inteligencia artificial y 
el aprendizaje automático (ML), por lo que la tecnología TinyML tendrá un papel 
fundamental. 

Hay que tener en cuenta que, según estimaciones recientes, se calcula que para 
2023 la demanda en el mercado de computación en los propios dispositivos (edge 
computing) alcanzará los 1,12 billones de dólares a nivel mundial. Para reducir esta 
carga, hay que investigar con un énfasis especial en el ML dentro de los dispositivos 
del IoT (Internet of things). Ante este reto la respuesta ha sido notable, y empresas 
como Ericsson ya ofrecen soluciones TinyML-as-a-Service. Creemos que TinyML 
desempeñará un papel central, próximamente a la hora de proporcionar soluciones 
dotadas con inteligencia de IoT en todo el mundo. Todo ello con un requisito mínimo 
de acceso a los servicios en la nube revolucionando el uso de los servicios IoT en 
entornos restringidos con una conectividad a Internet limitada. En el ámbito de la 
IoT hay que tener en cuenta que contamos con unos dispositivos con las siguientes 
ventajas:

1.	 ANCHO DE BANDA. En comparación con los servicios estándar de IoT,
 	 TinyML proporciona más independencia, al tomar decisiones en el propio
 	 dispositivo, lo que permite una baja transmisión y un ancho de banda 		
	 potencialmente menor.

2.	SEGURIDAD Y PRIVACIDAD. La seguridad de los datos es un factor 		
	 que afecta negativamente a la aceptación del IoT, ya que se transmiten
 	 grandes cantidades de datos privados a la nube. No está claro para 			 
	 el usuario finaldónde se almacena su información personal y quién es el 		
	 propietario de los datos cuando se utilizan proveedores de terceros para los 	
	 servicios de la IO. 
	 Además, la transmisión de datos abre la posibilidad de que sean
	 interceptados por fuentes maliciosas. Por lo tanto, evitar el flujo de datos
 	 y mantenerlos confinados dentro del dispositivo mejora la seguridad y 		
	 la privacidad. En TinyML los datos no se envían, por lo que están menos 		
	 expuestos a los ciberataques. Como resultado, los dispositivos TinyML 		
	 preservan las características de seguridad y privacidad de los datos que se 		
	 exigen actualmente.

https://www.grandviewresearch.com/industry-analysis/microcontroller-market
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3.	LATENCIA. La acción de los sistemas de IoT comienza con la transferencia 	
	 de los datos de los sensores desde los dispositivos IoT a los servidores
	 de la nube y, finalmente, termina con la recepción de la decisión 			 
	 (predicción) calculada en la nube. De aquí se deriva que este enfoque crea
 	 un enorme retardo. Un enfoque para resolver este problema es utilizar 		
	 TinyML. Este es un problema clave en muchos sistemas como la asistencia 		
	 sanitaria (como la cirugía robótica) y los vehículos autónomos.

4.	FIABILIDAD. Estos dispositivos permiten utilizarse en instalaciones en 		
	 lugares como en mar abierto y zonas rurales donde la conectividad (móvil o
 	 Internet) es muy limitada. El hecho de tener estas soluciones proporciona
 	 una solución fiable para resolver problemas de IA/ML.

5.	  EFICIENCIA ENERGÉTICA. Es otro factor importante actualmente en
 	 estos tiempos de escasez y altos precios de la energía. En un ecosistema 		
	 IoT la mayoría de los dispositivos están siempre encendidos y funcionan con
	  baterías y, normalmente, deben realizar su operación hasta varios meses
 	 (y a veces años). Para hacer frente a estos retos, TinyML podría ser una
	  herramienta clave. 

6.	EVITAR COLAPSOS. La interrupción de los servicios en la nube o a 
	 la caída de cualquier capa del IoT puede provocar serios problemas. Por 		
	 ejemplo, caídas en casos de uso como la agricultura y el hogar inteligente
	 no tendrían consecuencias, mientras que en un entorno crítico tendrían 		
	 graves consecuencias.

Como se indica, se tienen grandes ventajas, pero también aparecen 
grandes retos que hay que solucionar:

Los dispositivos TinyML suelen estar instalados en lugares remotos 
y de difícil, acceso, por lo que actualizar el modelo en cada uno de 
ellos es costoso.

Cada dispositivo es diferente, aunque sean del mismo fabricante. El 
modelo entrenado con el conjunto de datos de una máquina puede 
no funcionar para otra.

Los dispositivos TinyML tienen una posibilidad limitada de 
almacenar datos. La transmisión de los datos es cara y está sujeta 
a retrasos.

El entorno cambia constantemente, el rendimiento del modelo de 
ML disminuirá si la distribución de los datos de entrada cambia, lo 
que se conoce como deriva del modelo (concept drift).

Reducción del modelo, se trata de un área de investigación activa 
en la que el objetivo es reducir el tamaño del modelo neuronal para 
ajustarlo al microcontrolador. Se utilizan varios métodos, como 
la reducción del modelo (reducir el número de capas de la red), 
la poda del modelo (poner a cero los pesos de bajo valor) o la 
cuantificación de los parámetros.
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El concepto de TinyML está íntimamente ligado 
al aprendizaje automático y en particular al uso 
de técnicas asociadas al campo de la inteligencia 
artificial como el aprendizaje profundo. La 
metodología asociada al uso de estos modelos 
(datos a recolectar, herramientas software a emplear, 
decisión de la arquitectura del modelo, correcto 
entrenamiento, etc.) puede parecer muy compleja 
para personas ajenas al mundo de la ciencia de 
datos. 

Del mismo modo puede parecer que esta 
complejidad aumenta cuando se plantea llevar a 
producción un modelo de aprendizaje automático 
en una plataforma hardware con recursos limitados 
como son las empleadas bajo el paradigma de 
TinyML. No obstante, está percepción de dificultad 
es errónea si el usuario al que va dirigida la 
aplicación comprende una serie de conceptos 
básicos del aprendizaje automático y asimila 
la terminología de su problema a las técnicas 
necesarias para construir y llevar a producción 
un modelo de aprendizaje automático. Se 

¿CÓMO ENCAJA EL 
APRENDIZAJE AUTOMÁTICO EN 
TinyML?

CONCEPTOS BÁSICOS 
DE APRENDIZAJE 

AUTOMÁTICO 
RELACIONADO CON 

TinyML

2
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En esta sección se va a presentar 
el flujo de trabajo y los conceptos 
necesarios para implementar un 
modelo de aprendizaje automático 
basado en aprendizaje profundo en una 
plataforma TinyML. 

La primera tarea a la que se tiene que 
prestar atención cuando se va a utilizar 
el aprendizaje automático es definir un 
objetivo concreto relacionado con el 
problema que se quiere resolver. 

Esta parte es clave, ya que definirá la 
disciplina del aprendizaje automático 
a utilizar. En el ejemplo que se ha 
planteado anteriormente se podría 
definir un problema de clasificación. 

La clasificación es una disciplina del 
aprendizaje automático que asocia una 
muestra de un conjunto a una clase 
(o probabilidad de pertenencia a la 
misma). Así pues, el objetivo planteado 
en nuestro ejemplo sería determinar, a 
partir de un patrón de vibraciones en 
el compresor, si el eje del mismo rompe 
(clase 1) o no rompe (clase 2). 

La siguiente tarea de la que nos 
tenemos que ocupar para construir un 
modelo de aprendizaje automático es 
conseguir un conjunto de datos para 
construir el modelo de clasificación. 

En primer lugar, tendremos que 
definir cuáles son los atributos que 
influyen o son relevantes para resolver 

La primera tarea a la que se tiene 
que prestar atención cuando se va 
a utilizar el aprendizaje automático 
es definir un objetivo concreto 
relacionado con el problema que se 
quiere resolver. 

puede resumir la forma en la que el 
aprendizaje automático será utilizado 
bajo el paradigma de TinyML como un 
flujo de trabajo en el que una secuencia 
de datos alimenta un algoritmo que 
es capaz de hacer predicciones e 
inferir nuevas situaciones sin que el 
programador del algoritmo tenga un 
conocimiento especial del problema. 

Esta idea puede parecer un poco 
abstracta, por lo que plantearemos un 
ejemplo para concretar este concepto. 
Supongamos que se quiere crear un 
dispositivo portable capaz de predecir 
cuando el eje de una turbina se va a 
romper. 

El dispositivo consta de sensores de 
vibración y un microcontrolador capaz 
de albergar un modelo de aprendizaje 
automático. El algoritmo se habrá 
construido a partir de datos históricos 
de vibración en el eje y de cuando el 
compresor ha sufrido roturas de mismo. 

El modelo o algoritmo que albergará 
el microcontrolador será alimentado 
con datos (lecturas de los sensores de 
vibración) y proporcionará una salida o 
alarma relacionada con la probabilidad 
de rotura del eje. Se puede concretar 
un poco más en nuestro ejemplo y fijar 
el modelo de aprendizaje automático, 
que será una red neuronal profunda, 
debido a su flexibilidad y potencia, 
y que se puede implementar en 
dispositivos TinyML.
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el problema propuesto. En nuestro problema, la información que podría estar 
relacionada con el objetivo a resolver podría ser el nivel de vibración o la temperatura 
en diferentes partes del compresor, el consumo eléctrico del compresor o la velocidad 
angular del eje del compresor. A pesar de que los modelos de clasificación basados 
en aprendizaje profundo son capaces de discriminar entre los atributos más y menos 
relevantes para la clasificación, es recomendable adquirir únicamente las variables que 
aportan información. Esta afirmación está basada en el hecho de que, en general, al 
aumentar el número de entradas en un clasificador es necesario aumentar el número 
de muestras para obtener un buen rendimiento del mismo. Además, el proceso de 
adquisición de más variables implica un aumento de costes debido a la inclusión 
de más sensores en el sistema. Por este motivo, como norma general se reducirá 
al mínimo el número de atributos de entrada y se consultará con un experto para 
determinar cuáles son los más adecuados.

Una vez seleccionados los atributos más relevantes para el problema que se quiere 
resolver, es momento de empezar a construir el conjunto de datos para entrenar los 
modelos. En este punto al usuario se le puede surgir la pregunta de cuántos datos 
son necesarios para construir un modelo. La respuesta es compleja, ya que depende 
de la dificultad del problema a resolver, el número de atributos de entrada o el ruido 
que presenten los datos. La única certeza es que cuantos más datos mejor y cuantas 
más situaciones expliquen mejor. En el ejemplo que estamos discutiendo durante la 
sección, no tendría sentido tomar datos de vibración en el compresor únicamente 
en situaciones donde el eje no se rompe, ya que en ese caso el modelo no podría 
aprender acerca de las situaciones o los patrones en los datos que producen una 
rotura del eje. Otro aspecto importante en la toma de datos para construir un 
conjunto de datos es la frecuencia de muestreo en la toma de datos. 

Este aspecto estará íntimamente relacionado con el 
objetivo de nuestro problema y cuál es la latencia 
en la toma de decisiones. Por ejemplo, no tendrá 
sentido tomar muestras de vibración cada segundo 
si conocemos que el proceso de rotura del eje de 
nuestro compresor tiene una duración de días, lo 
único que conseguiríamos con esa frecuencia de 
muestreo sería aumentar innecesariamente el número 
de datos e introducir ruido en nuestro modelo de 
aprendizaje automático. La última parte en el proceso 
de construcción de conjunto de datos es adquirir la 

variable relacionada con el objetivo de nuestro problema. 
En el ejemplo que nos ocupa, estamos ante un problema de 

clasificación; así pues, se tendrán que etiquetar las muestras con 
las etiquetas se rompe/no se rompe.

Otro aspecto clave relacionado con el aprendizaje automático es la 
elección de modelo para alcanzar el objetivo planteado. Existen 
muchas familias de modelos, pero sin duda los modelos que ofrecen 
mejor rendimiento en la mayoría de aplicaciones son aquellos 
basados en redes neuronales artificiales y, particularmente, los 
basados en aprendizaje profundo. Cuando se utilizan redes 
neuronales artificiales se debe elegir la arquitectura de la 
misma, es decir, el número neuronas en la red, la disposición 
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de las mismas y sus interconexiones con neuronas 
vecinas. Se pueden elegir arquitecturas existentes 
(como por ejemplo ImageNet, con 650.000 
neuronas y 60 millones de pesos) o diseñar una 
arquitectura específica para el problema que se va a 
tratar y el dispositivo hardware sobre el que se va a 
implementar el modelo. Este aspecto es crucial, ya 
que la arquitectura está relacionada con el “tamaño 
del modelo” y los dispositivos hardware TinyML 
tienen limitaciones en cuanto al tamaño del modelo 
que pueden albergar. En nuestro sistema experto de 
detección de rotura de eje a partir de variables de 
vibración, buscaríamos una arquitectura simple con un 
número reducido de capas y neuronas en cada capa, 
refinando la arquitectura mediante un proceso de 
prueba y error hasta alcanzar la arquitectura adecuada 
a nuestro problema y limitaciones hardware.

Todas las acciones que han sido presentadas en 
los párrafos anteriores para atacar un problema de 
aprendizaje automático (asociado a una plataforma 
TinyML o no) forman parte de un proceso iterativo en 
el que se toman decisiones y se evalúan los resultados 
que producen dichas decisiones con el fin de optimizar 
el rendimiento de los modelos. Expliquemos esta 
idea con nuestro ejemplo: imaginemos que una de 
las características de entrada a nuestro modelo es 
el promedio del nivel de vibración en el compresor 
durante las últimas 24 horas. Los resultados de 
rendimiento del modelo podrían no ser los deseados 
debido a que el modelo no capturase la dinámica del 
problema, ya que no se ha introducido información 
acerca del estado del compresor los días previos. En 
este caso sería conveniente replantearse introducir 
una característica de entrada con el promedio del nivel 
de vibración en el compresor durante un periodo más 
largo que las últimas 24 horas. 

La única parte de la arquitectura que está fijada de antemano por la naturaleza 

del problema (número de características de entrada) es la capa de entrada 

de la red. Es en esta capa donde el modelo es alimentado por los datos para 

ser entrenado e inferir conocimiento. Las características de entrada al modelo 

se obtienen preprocesando los atributos muestreados en la construcción del 

conjunto de datos. Este preprocesado puede ir en varias líneas (promediado en 

ventanas temporales de los atributos, normalización de los atributos entre 0 y 1 

o la obtención de nuevas características decorrelacionadas) dependiendo de la 

naturaleza del problema que se esté tratando. 
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Una vez se ha elegido el modelo, la arquitectura del mismo y un 
conjunto de datos adecuado para resolver el objetivo planteado 
es momento de entrenar el modelo. En aprendizaje automático 
se denomina entrenamiento al proceso por el cual el modelo 
aprende a proporcionar una salida correcta a partir de las 
características derivadas del conjunto de datos. 

Si centramos el foco en el entrenamiento de una 
red neuronal profunda, cuando hablamos de que 
el modelo aprende, nos referimos a que los pesos 
sinápticos asociados a cada neurona del modelo 
se actualizan de manera que la salida de la red se 
asemeje lo máximo posible a la señal o etiqueta 
deseada que se planteó cuando se definió en el 
objetivo. En general, cuando empieza el proceso de 
entrenamiento, los pesos se inicializan aleatoriamente. 

A continuación, mediante un algoritmo que se 
denomina backpropagation, los pesos son ajustados 
haciendo pasar los datos por el modelo y comparando 
la salida del modelo con la señal deseada a través de una 
función de coste que debe ser optimizada. Este proceso de 
entrenamiento se produce iterativamente, y a cada iteración se le 
denomina época de entrenamiento. 

Uno de los aspectos clave a tener en cuenta cuando se emplea 
el algoritmo backpropagation es decidir en qué época detener 
el entrenamiento. Cuando el número de épocas es demasiado 
bajo, el modelo no es capaz de aprender las relaciones entre 
los datos de entrada y salida, y producirá predicciones de mala 
calidad. A este efecto se le denomina underfitting, y puede 
estar directamente relacionado con el bajo rendimiento de un 
modelo de aprendizaje automático. Por el contrario, si el número 
de épocas es elevado, el modelo será capaz de reproducir de 
manera exacta la señal deseada del conjunto de entrenamiento, 
produciéndose un efecto indeseado de “memorización”. Cuando 
esto ocurre, los modelos generalmente pierden la capacidad de 
producir buenas predicciones con muestras nuevas (capacidad de 
generalización) y decimos que el modelo ha sido sobreentrenado 
y se ha producido lo que se denomina overfitting. Este fenómeno 
se debe de evitar en la medida de lo posible. 

En muchas ocasiones es difícil alcanzar un equilibrio entre 
modelos con buen rendimiento y que tengan una buena 
capacidad de generalización. Existen técnicas para combatir 
el overfitting basadas en la regularización; este es un concepto 
relacionado con reducir la complejidad del modelo durante 
el proceso de entrenamiento para evitar la memorización de 
patrones. La complejidad de las técnicas de regularización es 
diversa y van desde técnicas sencillas como la poda aleatoria de 
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conexiones entre neuronas del modelo (dropout) hasta técnicas 
más complejas como las regularizaciones L1 y L2, que basan su 
funcionamiento en incluir términos de penalización en la función 
de coste de entrenamiento para evitar modelos complejos. 

Una parte fundamental cuando se entrena un modelo de 
aprendizaje automático es disponer de una medida de 
rendimiento del modelo. Esta medida variará dependiendo 
de que el problema de aprendizaje automático que estemos 
tratando sea de regresión (error absoluto medio, error 
cuadrático medio, etc.) o de clasificación (acierto promedio, 
sensibilidad o especificidad). Además, esta medida debería 
cuantificar no solo el rendimiento del modelo durante el 
entrenamiento del modelo, sino el rendimiento del mismo en 
su etapa de producción. Para conseguir este propósito es 
habitual dividir el conjunto de datos que ha sido adquirido 
para entrenar el modelo en tres particiones: entrenamiento, 
validación y test (a este paradigma de división se le denomina 
hold-out). Las particiones de entrenamiento y validación se 
utilizan para construir el modelo, y la partición de test para 
estimar el rendimiento del modelo con datos que nunca han 
sido vistos por el mismo. Respecto a la construcción del 
modelo, la partición de entrenamiento se emplea para ajustar 
los pesos en cada época de entrenamiento, y la partición de 
validación se emplea para ajustar parámetros del modelo, 
como por ejemplo el número de épocas de entrenamiento en 
una red neuronal artificial con el fin de evitar el overfitting. La 
idea es la siguiente: en cada época de entrenamiento se evalúa 
el rendimiento del modelo con los datos de entrenamiento y 
los de validación, conforme avance el número de épocas de 
entrenamiento el rendimiento aumentará en ambas particiones, 
hasta llegar a un punto donde si se sigue entrenando el modelo, 
el rendimiento en validación tendrá un comportamiento 
inverso al de entrenamiento. El rendimiento de entrenamiento 
seguirá aumentando y el de validación comenzará a decrecer 
(overfitting), y es en este punto donde se debe detener el 
proceso iterativo de entrenamiento. Una vez ha concluido la 
construcción del modelo y se dispone del mismo, se calcula el 
rendimiento con la partición de test (datos nunca vistos por 
el modelo) para estimar cuál sería el rendimiento del modelo 
cuando esté puesto en producción. Generalmente, una partición 
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típica y ampliamente utilizada es 50% para entrenamiento, 
20% para validación y 30% para test, aunque esta decisión en 
muchas ocasiones está condicionada por el volumen de datos 
de los que se dispone para entrenar. 

En este punto del flujo de trabajo de uso de un modelo 
de aprendizaje automático ya se dispone de un modelo 
entrenado que ha sido validado adecuadamente con un 
conjunto de test externo. Así pues, es momento de poner el 
modelo en producción, y es en esta parte donde hay que ser 
especialmente cuidadoso si se emplea tecnología TinyML, 
ya que este tipo de plataformas presenta restricciones que 
hay que tener en cuenta. Por ejemplo, el modelo que hemos 
desarrollado para predecir la rotura del eje de un compresor a 
partir de variables de vibración era una red neuronal profunda, 
la red fue entrenada en un ordenador empleando la librería 
de Python TensorFlow, que permite crear modelos neuronales 
complejos de manera eficiente. TensorFlow también permite 
hacer inferencia (poner el modelo en producción para hacer 
predicciones) cargando el modelo en el intérprete de Python, 
pero para ello necesitamos un potente ordenador para poder 
utilizar las funcionalidades que ofrece la librería. Este hecho 
haría imposible ejecutar nuestro modelo de predicción de 
rotura, ya que nuestro dispositivo es portable y está basado en 
microcontrolador. 

En particular, TensorFlow Lite permite reducir un modelo 
basado en TensorFlow reduciendo su tamaño sin que afecte 
dramáticamente al rendimiento del modelo de aprendizaje 
automático. El uso de TensorFlow Lite permitirá hacer 
inferencia con el modelo que se ha entrenado en nuestro 
dispositivo TinyML. No obstante, optimizar el modelo y 
cargarlo en el microcontrolador no será lo único necesario 
para poder hacer inferencia desde el dispositivo, también será 
necesario preprocesar la señal cruda de los sensores, construir 
las características de entrada del modelo a partir de la lectura 
de los mismos y preprocesar dichas características de entrada 
cuando sea necesario (muestreo de la señal, promediado 
temporal, normalización, etc.).

La última parte para cerrar el flujo de trabajo que se 
está discutiendo en esta sección será comprobar que el 
rendimiento de la implementación en la plataforma TinyML 
coincide con el que se había obtenido en la construcción del 

Este pequeño gran problema se puede resolver 
empleando TensorFlow Lite, que es una versión 
reducida de TensorFlow que puede trabajar en 
microcontroladores. 
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modelo. No se debe olvidar que el modelo que se ha 
cargado en el microcontrolador no coincide con el 
que se había evaluado en la etapa de construcción 
del modelo, es una versión optimizada y reducida 
del mismo. Además, también hay que tener en 
cuenta la presencia de artefactos eléctricos en la 
adquisición y el procesado de la señal de entrada 
debido a derivas térmicas o condiciones adversas 
en el lugar de trabajo del dispositivo. Todos estos 
detalles hacen que sea imprescindible comprobar 
y validar el funcionamiento completo del modelo 
en la plataforma TinyML. Si el rendimiento en la 
plataforma TinyML coincide con el obtenido en la 
fase de construcción del modelo, hemos terminado 
la implementación final. Si por el contrario el 
rendimiento no coincide, será necesario estudiar 
las posibles causas raíz de dichas discrepancias, 
que en la mayoría de ocasiones coincidirán con la 
presencia de situaciones que no han sido tenidas 
en cuenta en el conjunto de entrenamiento o un 
mal entrenamiento que afecte a la capacidad de 
generalización del modelo. En cualquier caso, será 
recomendable realizar un abordaje sistemático a la 
resolución del problema retrocediendo y avanzando 
por las diferentes etapas del flujo de trabajo que se 
ha presentado en esta sección.
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HERRAMIENTAS HARDWARE 
PARA CONSTRUIR, EVALUAR 

Y PONER EN PRODUCCIÓN 
MODELOS TinyML

En la sección anterior se ha indicado el procedimiento general 
para resolver un problema de clasificación independientemente 
del dispositivo en el que se vaya a realizar la inferencia del modelo. 
Existen procedimientos análogos para resolver otro tipo de 
problemas habituales en ML como son los problemas de regresión 
o de predicción. En cualquier caso, vamos a disponer de un 
algoritmo que nos resuelve el problema con unas tasas de error 
aceptables.

La última fase de este proceso combina una parte de programación 
que puede incluir la necesidad de emplear otros lenguajes de 
programación como C++, ya que están mucho más cercanos al 
hardware que debe albergar y ejecutar el algoritmo desarrollado.
Son muchos los dispositivos que pueden ser utilizados con la librería 
TensorFlow Lite, si bien hay que indicar que no es la única alternativa, 
pero sí la más extendida. Sin duda alguna, el libro TinyML: Machine 
Learning with TensorFlow Lite on Arduino and Ultra-Low-Power, 
de Pete Warden and Daniel Situyanake [https://tinymlbook.com] 
constituye la referencia para el desarrollo y la implementación de 
estos modelos. La plataforma seleccionada está basada en Arduino 
[www.arduino.cc], que constituye una solución hardware de código 
abierto ampliamente utilizada a nivel docente en todos los niveles 
educativos. Uno de los dispositivos más ampliamente utilizados, 
para el desarrollo de modelos sencillos basados en TinyML, es el 
Arduino Nano 33 BLE. Viene con una serie de sensores como el 
micrófono para capturar y analizar el sonido en tiempo real, el sensor 
de humedad y temperatura, el sensor de gestos, de proximidad, de 
color de la luz y de intensidad de la luz. La principal característica de 
esta placa, además de la selección de sensores, es la posibilidad de 
ejecutar en ella aplicaciones de aprendizaje automático utilizando 
TinyML. Se pueden crear los sistemas expertos machine learning 
usando TensorFlow y subirlos a la placa usando el IDE de Arduino. 
El Arduino Nano 3 BLE Sense está basado en el microcontrolador 
nRF52840, que funciona a un voltaje de 3,3 V. Es una evolución 
del Arduino Nano tradicional, pero con un procesador mucho más 
potente, el nRF52840 de Nordic Semiconductor, un ARM Cortex 
de 32 bits que funciona a 64 MHz. Esto permite hacer programas 
más grandes que con el Arduino Uno (tiene 1 MB de memoria de 

3
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programa, 32 veces mayor) y con muchas más variables (la RAM es 128 veces mayor). 
El procesador principal incluye otras características como la unión por Bluetooth® a 
través de NFC y modos de consumo de energía ultrabajos.

Este kit de desarrollo no es la única opción, pero sí una de las más extendidas. 
Existen otros dispositivos como los indicados en la web de TensorFlow Lite para 
microcontroladores [https://www.tensorflow.org/lite/microcontrollers?hl=es-419]. 
Algunos de estos dispositivos, como Raspberry Pi Pico, disponen de hardware 
accesorio (cámaras, pantallas, etc.) que incrementan el número de aplicaciones para 
las que se pueden usar.

En la página web de Arduino se muestran multitud de aplicaciones que abarcan 
todos los campos: predicción del ciclo de vida de una batería de iones de litio, 
entrenador de tenis de mesa, determinación de patologías respiratorias en granjas 
porcinas, identificador de pájaros a partir de su canto, un detector que identifica el 
ronquido y activa una señal de vibración cuando se detecta, medidores de niveles de 
pH en cultivos hidropónicos, etc. Las aplicaciones son muchísimas y cada día se van 
incrementando.

Una búsqueda del término “TinyML applications” en Google arroja 
más de 150.000 entradas; además, la importancia de este tipo de 
aplicaciones también se refleja en los cursos que ofrecen prestigiosas 
universidades, como la Universidad de Harvard, que desde el año 2020 
ofrece un certificado profesional a través de la plataforma edX (www.
edx.org), HarvardX’s Tiny Machine Learning (TinyML) Professional 

Certificate, formado por tres minicursos: Fundamentals of TinyML, 
Applications of TinyML y Deploying TinyML. 

Todas las aplicaciones tienen un denominador común: 

Un problema cuya resolución depende 
de datos que pueden ser recogidos 
por un sensor adecuado (micrófono, 
cámara, sensor de pH, acelerómetro). 
Algunos de estos sensores ya se 
integran con el propio dispositivo 
y otros pueden conectarse como 
elementos externos, usando los buses 
de los que dispone el microcontrolador. 

Unas clases etiquetadas que se quieren 
reconocer y un conjunto elevado de 
muestras etiquetadas a reconocer, 
o bien valores de un sistema de 
predicción en unas determinadas 
condiciones.

https://www.tensorflow.org/lite/microcontrollers?hl=es-419
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Con estos elementos, ya podemos seguir las etapas que se indica 
en la página de TensorFlow para que el modelo desarrollado pueda 
ejecutarse en el microcontrolador. En líneas generales, aunque pueden 
existir variaciones específicas que dependerán del dispositivo, el flujo a 
seguir es:

1. ENTRENA EL MODELO 
(esta fase no se realiza en el dispositivo):

Generar un modelo de TensorFlow de pequeñas dimensiones que 
pueda adaptarse al dispositivo de destino y contenga “operaciones 
compatibles”. El último aspecto, “operaciones compatibles” es muy 
importante, ya que no toda la funcionalidad de TensorFlow está 
disponible en la versión Lite. La utilización de estas funciones no 
permitidas generará problemas para la siguiente etapa.

Convertir a un modelo de TensorFlow Lite con el conversor 
de TensorFlow Lite. Este conversor transformará el programa 
Python que se ha desarrollado con el modelo. 

Convertir en una matriz de bytes en C con herramientas 
estándar para almacenarlo en una memoria de programa de 
solo lectura en el dispositivo.

2. REALIZA INFERENCIAS EN EL DISPOSITIVO MEDIANTE LA       	
    BIBLIOTECA DE C++ Y PROCESA LOS RESULTADOS.

Un aspecto muy importante que va a tener un efecto relevante en el 
tiempo de cálculo y, por tanto, en la latencia del sistema, es el tipo de 
representación numérica que se utilice para los pesos del modelo y 
para la realización de las operaciones. Esta elección está directamente 
influenciada por la arquitectura del microcontrolador, que puede 
ser de aritmética de coma fija, donde los pesos se representarán 
como números enteros, o bien que se utilice una aritmética de coma 
flotante. Grosso modo, indicaremos que las operaciones realizadas 
con aritmética en coma fija son más rápidas, por lo que el tiempo que 
utiliza el sistema para proporcionar salidas se reduce, pero, a su vez, 
la realización de este tipo de operaciones es más susceptible a que 
aparezcan problemas debido a que se trabaja con un rango dinámico 
más reducido que cuando las representaciones de los datos y las 
operaciones utilizan aritmética en coma flotante. Esta problemática 
se reduce cuando se emplean dispositivos que casi podemos decir 
que se trata de miniordenadores, como Google Coral (https://
coral.ai), Raspberry Pi (https://www.raspberrypi.com/), a diferencia 
del microcontrolador Arduino Nano 33 que hemos comentado 
previamente. Estos dos últimos dispositivos pueden incluso disponer 
de un sistema operativo y llevar a cabo la etapa de desarrollo del 
modelo. Nuestra idea es usar el dispositivo exclusivamente para 
realizar la inferencia, dadas sus limitaciones.
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En la línea de los dispositivos de Google, Raspberry Pi, dispositivos 
móviles e incluso el micro de Arduino, existen aplicaciones comerciales 
que nos facilitan las etapas de generación y desarrollo del modelo 
como Edge Impulse (https://www.edgeimpulse.com/), que facilita la 
utilización de TensorFlow en múltiples dispositivos.

Como se ha indicado, TensorFlow Lite para microcontroladores 
se diseñó para las limitaciones específicas del desarrollo de 
microcontroladores, por lo que el marco de trabajo es distinto a la 
utilización de dispositivos más potentes (por ejemplo, un dispositivo 
con Linux incorporado como Raspberry Pi). Se deben tener en cuenta 
las siguientes limitaciones:

Compatibilidad con un subconjunto limitado de operaciones de 
TensorFlow
Compatibilidad con un conjunto limitado de dispositivos
API de C++ de bajo nivel que requiere administración manual de 
la memoria
No compatible con el entrenamiento en dispositivos
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ALGUNAS DE LAS 
APLICACIONES DE LOS 

MODELOS TinyML

Los dispositivos TinyML tienen un 
gran potencial para mejorar diversos 
productos de monitorización y salud 
personal que se encuentran integrados en los que se 
conocen como dispositivos vestibles (wearables), que 
requieren una importante cantidad de energía para la 
detección 
continua y la transmisión de los datos fisiológicos y de 
actividad de una persona, lo que exige una conectividad 
ininterrumpida y desarrollar procedimientos para la 
protección de la privacidad. 

Los modelos TinyML pueden proporcionar una 
evaluación completa de los datos personales 
recogidos en tiempo real, evitando la transmisión 
continua de datos. El desarrollo de algoritmos de 
inferencia de bajo consumo, muy precisos y en 
tiempo real para los dispositivos vestibles, será 
especialmente crucial para los sensores fisiológicos más complejos 
y ricos en datos que todavía suponen un reto importante para la 
tecnología actual. En la misma línea varias empresas exploran marcos 
del tipo TinyML para mejorar diversos productos de salud personal, 
como los audífonos. Se esperan tendencias similares para otras 
aplicaciones de salud y bienestar personal, como la mejora de la visión o 
el seguimiento de la marcha. La fusión de datos de múltiples sensores y 
la inferencia de redes neuronales profundas en un dispositivo integrado 
permitirán la monitorización y la evaluación continuas del bienestar 
y la salud mental de una persona, mejorando así las formas de tratar 
a personas con diversas afecciones mentales, como la demencia, la 
depresión o el trastorno de estrés postraumático.

Otro campo interesante de aplicación es la vigilancia. En la actualidad, 
en este campo, TinyML se centra en el desarrollo de algoritmos de 
redes neuronales para la visión por ordenador y el procesamiento de 
audio, que son la base de las aplicaciones de vigilancia. La detección 
de objetos, la detección de personas, la detección de rostros, el 
reconocimiento de actividades simples y la detección de actividades de 
voz son ejemplos de tareas que pueden realizarse con gran precisión en 
dispositivos MCU. Se prevé el desarrollo de nuevos tipos de aplicaciones 
de vigilancia, control e identificación ubicuas, ligeras y de bajo coste. Es 
especialmente adecuado para aplicaciones en las que se necesita una 

4
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respuesta simple y clasificada (como 
persona detectada o no) en lugar de 
proporcionar información contextual 
completa (lo que supondría un gran 
coste de energía).

También en rápido desarrollo se 
tienen las aplicaciones industriales. 
La tecnología TinyML está bien 
posicionada para revolucionar este 
sector y ser aplicada en muchas 
aplicaciones de supervisión industrial 
(mantenimiento predictivo) donde 
se necesita un análisis de datos 
predictivos online y sin necesidad de 
conexión a Internet. 

Otro tipo de aplicaciones 
en claro aumento son 
las relacionadas con la 
ciberseguridad. 

Los sistemas ciberfísicos y el IoT se 
están convirtiendo cada vez más en 
el objetivo de los ciberataques. La 
seguridad integrada en el dispositivo 
se está convirtiendo en uno de los 
campos de mayor crecimiento. El 
análisis de datos en los propios 
dispositivos se está convirtiendo en 
algo crucial para distinguir entre los 
patrones de tráfico de red normales e 
inesperados, comprender el tipo y la 
fuente de la amenaza y hacer frente 
a dichos ciberataques. El dispositivo 
TinyML puede ejecutar modelos de 
aprendizaje automático preentrenados 
para detectar las anomalías en los 
patrones de tráfico de la red (como 
niveles de actividad inesperados a lo 
largo del tiempo, sospechas de tipos 
de tráfico sospechosos, origen/destino 
desconocido, etc.). De esta manera se 
descubrirían ataques no descubiertos 
anteriormente, para los que el modelo 

no tiene un patrón existente. Asimismo, 
la detección de la manipulación de 
dispositivos y del acceso físico no 
autorizado puede detectarse mediante 
el procesamiento de visión o de audio 
integrado basado en TinyML.

Otro campo de aplicación futura es 
el campo de la realidad virtual. Esta 
tecnología se construye en torno a la 
idea de acercarse al usuario ofreciéndole 
una experiencia mejorada, a través de 
diversas aplicaciones que van desde 
la asistencia personal, la detección del 
entorno y los juegos hasta la interacción 
social. Las principales empresas de RA/
VR están estudiando el uso de la visión 
por ordenador integrada y los dispositivos 
TinyML para resolver algunos de estos 
problemas.

Otro bloque importante de aplicaciones 
son las que necesitan monitorizar el 
entorno y la forma de proceder de los 
usuarios. Estos dispositivos deben tener 
un alto grado de autonomía y adaptarse 
a las necesidades inmediatas del usuario 
con una mínima intervención de este. La 
tecnología TinyML puede participar en 
muchas tareas preservando la privacidad 
del usuario. Por ejemplo, la visión por 
ordenador y el procesamiento de audio 
integrados pueden utilizarse para 
tareas de identificación del usuario o de 
reconocimiento de su actividad, como el 
reconocimiento de gestos que pueden 
iniciar las acciones en un entorno de 
espacio inteligente (por ejemplo, abrir/
cerrar la puerta, encender/apagar las luces, 
ajustar la temperatura, etc.).

Por último, el campo de la movilidad 
autónoma, como la robótica, los coches 
autónomos o la propia electrónica de 
consumo utilizan estos dispositivos para 
mejorar el rendimiento y la seguridad de 
estos dispositivos. 
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INTRODUCCIÓN

IMPACTO DE LA 
COVID-19

Los años 2020 y 2021 se han visto marcados por 
la pandemia global derivada de la expansión de 
la COVID-19. Las primeras noticias oficiales a nivel 
mundial (se tenían noticias no oficiales de lo que 
estaba ocurriendo entonces) las ofrece la Comisión 
de Salud de Wuhan, en China, el 31 de diciembre 
de 2019. A partir de esa fecha se comienza a tener 
constancia de una enfermedad que afectará a toda 
la humanidad. Sin embargo, no se dio una respuesta 
global y coordinada para detener su avance, sino que 
cada país optó por dar su respuesta a este problema; 
sin embargo, el despliegue mundial fue rápido, con 
más de 150 países que actualmente han registrado un 
mínimo de un caso.

La COVID-19 está causada por el coronavirus del 
síndrome respiratorio agudo severo-2 (conocido como 
SARS-CoV-2), una de las recientes y nuevas cepas 
de coronavirus que se transmite por inhalación o 
por contacto con partículas infectadas, y su período 
de incubación oscila entre 2 y 14 días. Los síntomas 
pueden variar desde fiebre, tos y dificultad para 
respirar hasta enfermedad respiratoria, nefropatía e 
incluso la muerte. Este periodo de incubación hace que 
sea muy complicado de controlar, porque ha habido 
muchas personas que, teniendo el virus incubando 
y, por tanto, teniendo la capacidad de contagiar, 
han mantenido su agenda social y laboral, lo que ha 
ayudado a la diseminación sin control del virus. 

Actualmente la tasa de mortalidad global de COVID-19 
se estima entre el 3% y el 4%, y este valor es mucho 
más alto entre la población de edad avanzada y las 
personas con problemas médicos crónicos y previos.
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Figura 1. Datos mundiales de la pandemia 
producida por la COVID-19. Fecha de 
obtención de la captura: 19/09/21.

Figura 2. Datos de España proporcionados 
por la Universidad Johns Hopkins. Fecha de 
obtención de la captura: 19/09/21.

Para reflejar la importancia de esta pandemia se muestran las 
siguientes figuras, obtenidas de la que, en opinión de muchos, 
ha sido la mejor herramienta de visualización de la expansión de 
la COVID-19 a nivel mundial. Esta herramienta fue desarrollada 
por la Universidad Johns Hopkins y se encuentra disponible en 
https://coronavirus.jhu.edu/map.html.

https://coronavirus.jhu.edu/map.html.
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SOLUCIONES TECNOLÓGICAS 
PLANTEADAS CONTRA 
LA COVID-19
La inteligencia artificial (IA) ha ayudado en muchas áreas diferentes a 
lidiar con el SARS-CoV-2, como acelerar los procesos de investigación 
con simulaciones de procesos o ensayos clínicos, los distintos análisis, 
pronósticos y monitorización en tiempo real de la evolución de la 
pandemia, o incluso en la creación de nuevos métodos y medicamentos 
para identificar el virus o desarrollar vacunas. Pero si algo tienen en 
común, es que todas estas soluciones necesitan servidores, ordenadores 
o dispositivos que ejecuten los algoritmos, llegando a alcanzar 
altos tiempos de procesamientos para los procesos más exigentes, 
dependiendo de la aplicación y el dispositivo utilizado. Aquí es donde 
entra en juego el TinyML y el edge computing, acercando la capacidad 
de procesamiento necesaria para dichas soluciones con electrónica 
dedicada.

Las aplicaciones han sido muy variadas, desde radares COVID 
aprovechando la conectividad Bluetooth de nuestros dispositivos 
móviles hasta algoritmos capaces de detectar la presencia de COVID-19 
en radiografías de pacientes. Un ejemplo lo tenemos en IBM, que ha 
desarrollado un servicio de investigación basado en la nube procesando 
un corpus de miles de documentos y artículos científicos de la COVID-19, 
creando un servicio con una IA avanzada que permite a los usuarios 
realizar consultas específicas y extraer el conocimiento crítico de la 
COVID-19 según el área de investigación de forma rápida y eficiente, 
ahorrando a los investigadores el tiempo que invertirían comprobando 
manualmente los distintos documentos científicos.

Las redes neuronales y el aprendizaje profundo aplicados a 
reconocimiento de imágenes han hecho posibles también aplicaciones 
como la detección de la presencia del virus a partir del análisis de 
radiografías de pacientes, o la correcta práctica de las medidas de 
prevención como el uso de mascarillas y la distancia de seguridad a 
partir de imágenes de vídeo, como webcams o cámaras de vigilancia.

Otro ejemplo digno de mención desarrollado por la empresa 
DeepMind es AlphaFold, un sistema basado en deep 
learning capaz de predecir la estructura de las proteínas con 
una precisión sorprendente, hecho que ayuda a entender 
el comportamiento y el funcionamiento de proteínas 
relacionadas con el SARS-CoV-2 a partir de su estructura.
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La Universidad de Oxford desarrolló también un 
método basado en esta tecnología que permitía 
calcular la probabilidad de fallecimiento basándose en 
tomografías de los pacientes, hecho que posibilita una 
respuesta más rápida y personalizada a cada paciente.

En estos casos, donde la aplicación se desarrollaba 
en hospitales o centros de investigación, la capacidad 
de cómputo no suele ser un problema, ya que los 
centros suelen contar con ordenadores o servidores 
lo suficientemente potentes como para procesar 
la información en tiempos suficientes o incluso en 
tiempo real. En otros casos donde no se dispone de la 
capacidad de cálculo necesaria, una posible solución 
ha sido el uso de servicios web, como Amazon Web 
Services (AWS), IBM Cloud o Google Cloud Platform. 
Estos servicios ofrecen diferentes máquinas según 
las necesidades del consumidor para ejecutar los 
algoritmos y procesar los datos de manera remota, 
aplicando un coste al servicio dependiendo del uso 
que hagamos de sus distintos componentes (ancho 
de banda, número de máquinas y sus características, 
tiempo de uso, etc.).

Actualmente existen en el mercado distintas opciones 
de distintas compañías, como la Jetson Nano de 
NVIDIA o la placa de desarrollo Coral de Google, así 
como dispositivos de electrónica dedicada del tamaño 
de un pendrive de Intel o Google que permiten acelerar 
algoritmos de IA como redes neuronales. En concreto, 
la Jetson Nano y la Google Coral son dispositivos que 
podemos considerar ordenadores de bolsillo, aunque 
a diferencia de un ordenador convencional están 
específicamente diseñados para lidiar con aplicaciones 
de IA, por lo que disponen de multitud de puertos de 
entrada y salida para todo lo que se pueda necesitar 
(ratón, teclado, cámara web, pantallas, tarjeta de red, 
etc.), así como electrónica dedicada como una tarjeta 
gráfica como núcleo central, ya que la CPU es menos 
eficiente a la hora de realizar la gran cantidad de 
operaciones (multiplicaciones y sumas) que requieren 
estos algoritmos.

¿Pero qué ocurre si no disponemos de conectividad a Internet o de dispositivos con 
capacidad de procesamiento suficiente para las exigencias del problema? Por ejemplo, 
supongamos que queremos monitorizar el correcto cumplimiento de las medidas 
de seguridad en un entorno cerrado donde no disponemos de ordenadores. En este 
caso la solución nos la brindan el TinyML y el edge computing, acercándonos todo 
lo necesario al lugar necesario, sin necesidad de pagar por servicios en la nube y con 
capacidad suficiente para trabajar en tiempo real.
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Aunque obviamente estos dispositivos también tienen sus 
limitaciones, nada tienen que envidiar a los ordenadores 
de sobremesa, y es posible implementar aplicaciones de 
procesamiento de imágenes funcionando en tiempo real en 
tamaños de apenas 7 × 5 centímetros.

Cabe destacar también que el concepto TinyML hace 
referencia a las necesidades específicas de estos 
dispositivos. En algunos casos es necesario reducir y 
reentrenar los modelos para que puedan ser ejecutados 
por estas placas de desarrollo. Esto suele ser debido a las 
exigencias con respecto a la velocidad de ejecución, ya que 
los algoritmos son entrenados en servidores u ordenadores 
con capacidades de memoria y procesamiento más 
elevadas, por lo que para obtener las mismas prestaciones 
en estas dimensiones reducidas muchas veces es necesario 
reducir los modelos o reducir la representación de los 
números (número de bits que utiliza la electrónica para 
representar un número decimal) denominado cuantización.

En el caso de las redes neuronales el proceso de reducción 
del modelo se denomina “poda” y ya existen librerías para 
acelerar esta metodología. Librerías como TensorFlow Lite 
permiten realizar cuantificación, poda y agrupación en 
clústeres como métodos de optimización de los modelos. 
Los modelos podados tienen el mismo tamaño en disco 
y tienen la misma latencia en tiempo de ejecución, pero 
se pueden comprimir de manera más eficaz. Esto hace 
que la poda sea una técnica útil para reducir el tamaño de 
descarga del modelo, permitiendo ejecutar modelos de 
aprendizaje profundo en dispositivos móviles, integrados y 
de IoT.

En este contexto se han desarrollado aplicaciones como las 
ya mencionadas, monitorización del uso de mascarilla y el 
mantenimiento de la distancia de seguridad interpersonal, 
siendo necesario únicamente una de estas placas y 
una webcam. En el caso del uso 
de mascarilla la implementación 
hizo necesario el uso de poda, 
cuantización y reentrenamiento de los 
modelos utilizados para conseguir el 
funcionamiento en tiempo real, ya que 
los modelos contaban con un número 
elevado de parámetros, provocando 
que la implementación directa en la 
placa de desarrollo tuviese tiempos 
de procesamiento inviables para el 
funcionamiento en tiempo real.
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JUSTIFICACIÓN

Los dispositivos TinyML nos ofrecen las siguientes 
características que los hacen especialmente útiles 
en las dos aplicaciones que se pasan a comentar 
posteriormente; el cumplimiento de la distancia social 
y la detección de mascarillas. Estas características son:

SON DISPOSITIVOS DE BAJO CONSUMO. Muchos 
de estos dispositivos pueden funcionar con una 
batería de botón (como las utilizadas en cualquier 
reloj de pulsera). Este hecho permite que tengan 
independencia con respecto a las fuentes de energía 
utilizadas para mantenerlos en funcionamiento.

REALIZAN EL PROCESADO EN LOCAL. Significa que 
son capaces de desarrollar su misión (por ejemplo, 
detectar personas sin mascarilla) sin necesidad de 
subir las imágenes captadas por la cámara a un 
servidor cloud. Se implementa el modelo en el propio 
dispositivo por lo que es inmune a:

Problemas de latencia. Son los problemas 
derivados del tiempo de transmisión/recepción de 
datos cuando es necesario enviar los datos a los 
servidores cloud para desarrollar los modelos.

Problemas de ciberataques. Al no existir conexión 
a Internet todos estos problemas se eliminan; no 
es necesario plantear ningún tipo de defensa en el 
dispositivo para esto.

Para enfocar este proyecto se ha decidido utilizar 
la Jetson Nano de la compañía NVIDIA. No es 
propiamente un dispositivo TinyML, que es el siguiente 
paso que se quiere implementar, pero sí que tiene 
las principales ventajas de estos dispositivos, salvo el 
consumo energético. Por eso este es el primer paso, si 
se implementa en la Jetson Nano como primera etapa, 
se comprueba su funcionamiento y, posteriormente, se 

SOLUCIONES 
BASADAS 
EN TINY ML
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instalará en otro tipo de dispositivos. Se 
analizaron todas las opciones posibles 
y, al final, se escogió esta placa por 
sus prestaciones computacionales y su 
relación calidad/precio. Este pequeño 
dispositivo de solo 69,6 × 45 mm integra 
una CPU ARM Cortex-A57 MPCore de 
4 núcleos (capaz de proporcionarnos 
472 gigaflops de potencia), una GPU 
NVIDIA Maxwell con 128 núcleos CUDA 
y 4 Gb de RAM. Con esta herramienta 
tendremos toda la capacidad de 
cómputo necesaria para trabajar con 
la mayoría de modelos de inteligencia 
artificial del mercado en la palma de la 
mano y, lo más importante, manteniendo 
el riñón en su sitio. Y es que lo mejor de 
este dispositivo es su reducido coste, 
proporcionando a la comunidad maker 
equipos de altas prestaciones por menos 
de 150 €.

Figura 3. Jetson Nano de NVIDIA

Además, este pequeño dispositivo viene preparado para hacer la inteligencia 
artificial mucho más intuitiva para la mayoría de personas, proporcionando 
herramientas para la gestión de periféricos como ratón, teclado, pantalla o 
cámaras. Para los siguientes apartados de este capítulo nos centraremos 
en desarrollar dos sistemas que contribuyan a frenar la progresión de la 
pandemia: uno que alerte de cuando se quebrante la distancia social y otro 
para discriminar cuándo una persona está llevando mascarilla o no. Para 
ello, conectaremos una cámara que será los ojos de este cerebro. Nosotros 
hemos usado la C270 porque da una buena resolución a un precio bastante 
económico, pese a que hay muchas otras opciones en el mercado, como el 
módulo de cámara de Raspberry Pi.

SETUP DE LA JETSON NANO

En última instancia, este dispositivo es un ordenador en miniatura y, como 
tal, es necesario instalarle un sistema operativo en el disco. Para la familia 
Jetson, este sistema operativo está contenido dentro del SDK desarrollado 
por NVIDIA llamado JetPack. Un SDK es un conjunto de herramientas que 
nos permiten desarrollar aplicaciones para un dispositivo concreto. En 
este caso, JetPack integra componentes como el paquete de drivers de 
compatibilidad con Linux (L4T), la librería para la aceleración de cálculos 
matemáticos (CUDA-X), así como las principales API y librerías para 
desarrollar inteligencia artificial. Una vez sabiendo esto, el primer paso 
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consistirá en preparar la tarjeta SD 
que actuará de “disco duro” para la 
Jetson Nano. Para ello, empezaremos 
siguiendo los pasos de este enlace 
https://developer.nvidia.com/
embedded/learn/get-started-jetson-
nano-devkit, donde se explica cómo 
iniciar por primera vez el dispositivo 
desde que la sacas de la caja. 
Básicamente deberemos flashear la 
tarjeta SD con la última versión de 
JetPack disponible, introducirla en 
la placa y arrancarla conectándole 
un monitor, un teclado, un ratón y la 
cámara. 

Elegiremos esta configuración y no la 
headless (que usa otro ordenador en 
lugar de periféricos) debido a que al 
ejecutar las demos se abren ventanas 
nuevas que nos pueden dar fallos con 
la configuración headless.

Una vez tenemos nuestra Jetson 
Nano funcionando, podemos ver 
que el sistema operativo es un Linux 
con pequeñas modificaciones. Lo 
siguiente que deberemos hacer es 
cargar el contenedor de Docker 
donde tendremos tanto los modelos 
de inteligencia artificial como los 
scripts para utilizarlos. Docker es una 
herramienta informática que tiene 
como finalidad hacer las aplicaciones 
independientes de la plataforma y 
del sistema operativo que se esté 
utilizando. Con esta herramienta, se 
encapsula todo lo que necesita la 
aplicación para funcionar dentro de un 
entorno llamado contenedor, con lo 
que nos olvidamos de los problemas 

de incompatibilidades de versiones 
de paquetes que seguro más de una 
vez habéis sufrido. Para instalar el 
contenedor, tenemos un gran apoyo 
en el repositorio de GitHub de Dustin 
Franklin (https://github.com/dusty-nv/
jetson-inference). Este desarrollador 
de NVIDIA pone a nuestra disposición 
una librería que a la vez funciona de 
tutorial para realizar nuestros primeros 
proyectos de IA, como pueden ser 
clasificación de imágenes, detección 
de objetos o estimación de pose entre 
otros. 

Además, hay que tener en cuenta 
otro repositorio de este mismo señor 
(https://github.com/dusty-nv/jetson-
utils), ya que aquí se encuentran las 
librerías necesarias para trabajar con 
tecnologías como cámaras, códecs, 
CUDA y Gstreamer, entre otras.

El primer paso para instalar este 
contenedor será abrir un terminal, 
clonar este repositorio con el comando 
git clone --recursive y navegar a la 
carpeta docker/ de ese repositorio. 
Allí encontraremos el script run.
sh, que al ejecutarlo descargará e 
instalará los archivos necesarios para 
inicializar el contenedor. Este script 
también habilitará la descarga de los 
modelos más utilizados hoy en día. 
Para este proyecto, con descargar 
los modelos que vienen por defecto 
será suficiente, aunque más adelante 
siempre podemos volver a descargar 
los modelos mediante el script tools/
download-models.sh.

https://developer.nvidia.com/embedded/learn/get-started-jetson-nano-devkit
https://github.com/dusty-nv/jetson-inference
https://github.com/dusty-nv/jetson-utils
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Figura 4. Programa para descargar modelos

Una vez el script ha finalizado la descarga de modelos, podremos ejecutar 
cualquiera de las demos que vienen alojadas en el contenedor, como por 
ejemplo el detector de objetos. Simplemente tendremos que ejecutar el 
script detectnet.py, que toma como argumento la fuente de datos sobre 
la que va a hacer la detección de objetos: una imagen, un vídeo o hasta un 
streaming de vídeo. En nuestro caso utilizaremos la webcam que habremos 
conectado a la Jetson Nano, que habitualmente suele estar montada en /
dev/video0. Siempre podemos ejecutar el comando ls /dev/video* para ver 
qué ID tiene nuestra cámara o, en caso de no ser una webcam, podemos 
consultar los protocolos que soporta la librería aquí: https://github.com/
dusty-nv/jetson-inference/blob/master/docs/aux-streaming.md#input-
streams. Con la configuración por defecto, la secuencia de comandos 
quedaría así:

$ git clone --recursive https://github.com/dusty-nv/jetson-
inference

$ cd jetson-inference

$ docker/run.sh

$ detectnet.py /dev/video0

https://github.com/dusty-nv/jetson-inference/blob/master/docs/aux-streaming.md#input-streams
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Figura 5. Demostración de una detección de objetos en Jetson Nano

ET VOILÀ! Ya tendríamos funcionando 
nuestro primer sistema de detección de 
objetos en un dispositivo que cabe en la 
palma de tu mano. Partiendo de esto, ahora 
vamos a trabajar el código para implementar 
algo un poco más complejo, pero con una 
aplicación práctica más concreta: un sistema 
que detecte cuando se incumple la distancia 
social.

DISTANCIA SOCIAL

La distancia social se demuestra como una de las medidas más eficientes 
a la hora de controlar la propagación del virus de la COVID-19. En este 
apartado proporcionaremos unas líneas para la implementación de un 
sistema que determine cuándo se incumple la distancia social a partir de las 
imágenes captadas por cualquier fuente de datos. ¡Pongámonos manos a la 
obra!

Nuestro punto de partida será justo donde nos hemos quedado en 
el apartado anterior: la demo de detección de objetos. Crearemos un 
directorio nuevo llamado sd y copiaremos el script detectnet.py del 
directorio jetson-inference/python/examples/ a nuestra nueva carpeta. 
También deberemos copiar el vídeo sobre el cual pondremos a prueba 
nuestro sistema de distancia social, que originalmente se encuentra en la 
ruta usr/share/visionworks/sources/data. Ahora, al correr el contenedor de 
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docker deberemos montar este directorio, de forma que los cambios que 
hagamos en el directorio montado sean visibles inmediatamente cuando 
estamos trabajando en el contenedor. El comando a ejecutar para poner 
en marcha el contenedor será docker/run.sh --volume ~/sd/:/sd/. Con esta 
sentencia habremos montado un directorio en /sd/ y ya lo tendremos listo 
para trabajar. Si ejecutamos python3 /sd/detectnet_yo.py pedestrians.
mp4 deberíamos obtener el mismo resultado que en el apartado anterior: 
detección de objetos (mayoritariamente personas) pero esta vez en el vídeo 
pedestrians.mp4, en lugar de sobre la webcam. Repasando, la secuencia de 
comandos sería la siguiente:

$ mkdir ~/sd

$ cp ~/jetson-inference/python/examples/detectnet.py ~/sd/

detecnet_yo.py

$ cp /usr/share/visionworks/sources/data/pedestrians.mp4 ~/sd

$ cd jetson-inference/

$ docker/run.sh --volume ~/sd/:/sd/

$ cd /sd

$ python3 detecnet_yo.py pedestrians.mp4

¡GENIAL! Ahora vamos a bucear un poco en el código. Abrimos el script 
y lo primero que nos encontramos después de los imports es el objeto 
parser, que almacena los argumentos que permite el script. El siguiente 
paso consiste en utilizar las librerías de Dustin para inicializar los objetos 
que manejarán la red neuronal (net), así como los flujos de imágenes de 
entrada (input) y de salida (output). Estos tres objetos dependerán de 
las especificaciones que haya impuesto el usuario en los argumentos a la 
hora de lanzar el script. En última instancia, nos encontraremos el bucle 
donde iremos procesando cada imagen que nos llega desde la fuente 
de entrada. Hasta el inicio de este bucle podemos reutilizar el código 
de la demo. A partir de este punto es donde introduciremos la mayoría 
de las modificaciones para implementar el sistema de distancia social. 
Estructuraremos el bucle en varias funcionalidades diferentes: primero 
capturaremos las imágenes y las pasaremos por el modelo profundo. A 
continuación, filtraremos las detecciones del modelo y aproximaremos la 
distancia entre cada par de ellas. Finalmente, obtendremos qué detecciones 
incumplen la distancia social y lo plasmaremos en el frame.
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El sistema necesita ser alimentado 
por una fuente de datos, ya sea un 
vídeo, una imagen o una cámara, por 
lo que el primer paso es capturar este 
flujo de entrada para poder trabajar 
con él. Para eso, haremos uso de una 
librería de Dustin llamada jetson-utils 
que, pese a que ya viene instalada en 
el docker, puede encontrarse aquí: 
https://github.com/dusty-nv/jetson-
utils. Simplemente mediante una 
llamada al método input.Capture(), nos 
devolverá un objeto que llamaremos 
img. Este objeto representará cada 
frame capturado por la webcam y será 
la entrada a la red neuronal instanciada 
previamente. Con la sentencia net.
Detect(img, overlay=”none”), el 
modelo profundo analizará la imagen 
y devolverá lo que se conoce como 
bounding boxes. Si el modelo funciona 
correctamente, generará una bounding 
box por cada objeto, que representará 
el recuadro que lo contiene, es decir, 
las coordenadas en píxeles (x, y) que 
sitúan al objeto en la imagen. Además, 
esta bounding box estará asociada a 
dos valores: la clase del objeto y el nivel 
de confianza de la predicción.

CAPTURANDO FRAMES Y PASÁNDOLOS 
POR EL MODELO

Por un lado, la clase hace referencia 
a un identificador que clasifica ese 
objeto dentro de los posibles de una 
lista. Por ejemplo, las personas son la 
clase 1, las bicicletas son la clase 2, los 
coches la clase 3 y así con multitud de 
objetos. Relacionar cada clase con su 
objeto correspondiente dependerá del 
dataset con el que se haya entrenado 
el modelo. Es muy frecuente que los 
grandes modelos de visión artificial 
estén entrenados en un dataset 
conocido como COCO (Common 
Objects in Context), que ha dispuesto 
las clases según la lista que podemos 
observar en el siguiente enlace: https://
tech.amikelive.com/node-718/what-
object-categories-labels-are-in-coco-
dataset/.

En cambio, el nivel de confianza (score 
en inglés) es un valor entre 0 y 1 que 
hace referencia a lo seguro que está el 
modelo sobre la predicción que está 
lanzando. Por ejemplo, si el modelo 
dice que hay un coche y su score es de 
0.8, implica que, según el modelo, hay 
un 80% de probabilidades de que ese 
objeto efectivamente sea un coche. En 

definitiva, el score nos da 
una intuición de lo seguro 
que está el modelo de sus 
resultados, para cada objeto 
particular.

Figura 6. Ejemplo de predicción 
obtenida de https://medium.
com/analytics-vidhya/
yolo-object-detection-
343a430f3b48

https://github.com/dusty-nv/jetson-utils
https://tech.amikelive.com/node-718/what-object-categories-labels-are-in-coco-dataset/
https://medium.com/analytics-vidhya/yolo-object-detection-343a430f3b48
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Volviendo a nuestro script, el modelo sacará como salida una lista de detecciones que 
siguen el esquema definido en el apartado “Detection” del siguiente enlace: https://
rawgit.com/dusty-nv/jetson-inference/dev/docs/html/python/jetson.inference.
html#detectNet. Cada una de estas predicciones estará compuesta de varios valores, 
de los cuales nos centraremos en los siguientes:

ID de clase, para quedarnos con aquellas detecciones correspondientes a 
personas.
Centro, altura y anchura de la bounding box, para aproximar la distancia 
interpersonal.
Límites inferior, izquierdo, derecho y superior de la bounding box, para 
representar las bounding boxes de las personas según incumplan la distancia 
social o no.

Es importante notar que cuando llamamos al método net.Detect(img, overlay=”none”) 
debemos hacerlo con el atributo overlay=”none”, porque, si no, nos dibujará las 
bounding boxes de todos los objetos detectados cuando nosotros solo queremos 
las personas. Lo que haremos con este parámetro es decirle al sistema que no dibuje 
nada en la imagen. Luego explicaremos cómo representaremos las infracciones 
respecto a distancia social.

Una vez que ya tenemos claro qué nos da como salida el modelo, en el siguiente 
apartado procesaremos esta lista de detecciones para determinar cuáles están 
incumpliendo la distancia social y cuáles no.

PROCESANDO LAS PREDICCIONES DEL 
MODELO

Recapitulando un poco, tenemos un capturador de 
imágenes y un modelo profundo capaz de localizar 
objetos en ellas. Como el objetivo es controlar la distancia 
social, únicamente estamos interesados en aquellas 
detecciones que sean sobre personas, que para nuestro 
modelo (SSD_Mobilenet_V2) se identifican con la 
categoría 1. Por ello, el primer paso será filtrar nuestra lista 
para quedarnos solo con aquellas detecciones con ClassID 
igual a 1.

Una vez tenemos la lista de personas, aproximaremos la 
distancia en centímetros entre cada par de detecciones. 

Resulta curioso pensar que cuando tomamos frames con una 
cámara estamos transformando una escena en 3 dimensiones 
a un plano en 2 dimensiones, por lo que la distancia en píxeles 
entre dos puntos de la imagen no será proporcional a la 
distancia en metros en el mundo real. Este efecto se observa 
cuando tienes dos objetos idénticos en una imagen, donde el 
que está más cerca de la cámara será más grande (en píxeles) 

https://rawgit.com/dusty-nv/jetson-inference/dev/docs/html/python/jetson.inference
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1
height1

que el que está más alejado. Este problema se puede resolver 
calculando la relación cm-píxeles matemáticamente, pero 
dependerá de parámetros como el ángulo de la cámara o la 
distancia de la cámara al centro del plano de la imagen. Para 
disponer de estos valores, es necesario ir físicamente al lugar 
donde está la cámara y calibrarla para tomar estas medidas. 
En el artículo de Neuralet (https://neuralet.com/article/smart-
social-distancing/) explican la solución que proponen para 
aproximar las distancias interpersonales sin necesidad de 
calibración, que se basa en la asunción de que una persona 
mide de media 170 cm. En primer lugar, obtendremos la 
distancia entre los centros de las bounding boxes de ambas 
personas, tanto en el eje x (dx) como en el eje y (dy):

 
 
Ahora vamos a obtener la relación cm-píxeles, para lo que 
asumiremos que la altura de la bounding box es el metro 70 
que mide de media una persona. Por lo tanto, esta relación 
se formula dividiendo 170 entre la altura, en píxeles, de la 
bounding box. Como comentábamos antes, cada persona 
tendrá una proporción diferente dependiendo de lo lejos o 
cerca que esté de la cámara, por lo que calcularemos la media 
aritmética de ambas relaciones. A continuación, aplicaremos 
esta relación a las distancias en píxeles entre ambas 
personas (dx y dy), con lo que obtendremos las distancias en 
centímetros en cada eje (lx y ly):

dx=center2x -center1x

dy=center2y -center1y

lx=dx. ( 1
height2

)+ . 170
2

1
height1

ly=dy. ( 1
height2

)+ . 170
2

Finalmente, una vez tenemos las distancias en cm para cada 
eje, solo resta aplicar el teorema de Pitágoras para obtener la 
distancia en línea recta entre los centros de las personas.

L(cm)= lx2 + ly2

En la siguiente figura tratamos de ilustrar las variables que 
intervienen en este cálculo. H1 y H2 marcan las alturas de las 
personas en píxeles, que se asumen de 170 cm. Las cruces 
representan los centros de las bounding boxes de las personas. 
D es la distancia que queremos calcular.

https://neuralet.com/article/smart-social-distancing/
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Figura 7. Cálculo de la 
distancia interpersonal.

Y ya casi estamos, solo falta encapsular este amasijo de fórmulas en 
una función, para aplicarla a cada par de personas de nuestra lista. 
Aquellos pares de personas donde obtengamos una distancia superior 
a 200 cm serán guardados en otra lista, que utilizaremos para remarcar 
a los infractores. ¡Vamos con la última parte de este proyecto!

RETRATANDO A LOS INFRACTORES
Una vez tenemos la lista de personas que incumplen la distancia social, 
debemos resaltarlas de alguna forma para que se vean en la imagen.
 
Para eso, lo más cómodo es pintar la bounding box de la persona de un 
color u otro, en función de si está actuando correctamente o no. 

Para eso utilizaremos la librería OpenCV, que nos simplifica muchísimo 
el trabajo con imágenes y, concretamente, el método rectangle de 
esta librería. A esta función hemos de introducirle como argumentos 
el frame, las coordenadas (x, y) de las esquinas superior-izquierda e 
inferior-derecha donde queremos situar el rectángulo, y el color del 
mismo. Sencillamente tendremos que recorrer la lista de todas las 
personas y si esta se encuentra en la lista de infractores, elegiremos 
como color el rojo, mientras que, si no, el verde. Para dibujar la 
bounding box, haremos uso de límites que nos proporciona el modelo, 
que están almacenados en los atributos Left, Top, Right y Bottom de 
cada objeto de la lista de detecciones. Sin embargo, hay un último 
obstáculo que sortear y es que resulta que OpenCV necesita que el 
frame esté en un formato diferente al que nosotros tenemos. Veamos 
en qué formato tenemos nuestra imagen y qué formato necesita 
OpenCV.
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Cuando anteriormente llamábamos a input.Capture(), el objeto 
resultante (img) es un objeto de tipo jetson.utils.cudaImage, que 
quizá os suene de algo si habéis trabajado con tarjetas gráficas. 
Cuando trabajamos con vídeos e imágenes, resulta muy conveniente 
utilizar los núcleos de procesamiento de CUDA, unidades de 
computación paralela a la GPU. Estos núcleos permiten utilizar la 
GPU en paralelo para realizar cálculos, logrando mejoras drásticas 
de rendimiento. Para nosotros, esto se traduce en que vamos a ser 
capaces de procesar más imágenes por segundo (frames per second, 
fps), lo que nos habilita hacer aplicaciones que funcionen en tiempo 
real. El concepto “tiempo real” hace referencia a la capacidad de 
un sistema de procesar los frames en un tiempo lo suficientemente 
reducido como para que el humano los perciba como inmediatos. 
Estaremos grabando por la cámara, pasando cada imagen por el 
modelo y aplicando un procesado de la imagen, y todo ello de 
forma que podamos mostrar el vídeo resultante “al mismo tiempo” 
que grabamos las imágenes, es decir, que no notemos el retraso 
que introduce el procesado de cada frame. Esto es tremendamente 
importante, sobre todo cuando se busca desarrollar un sistema con 
el fin de comercializarlo. No obstante, para que OpenCV pueda leer 
correctamente el frame, es necesario que esté en formato numpy.
ndarray. Numpy es otra librería muy extendida de Python destinada 
a trabajar con operaciones matemáticas y un ndarray representa 
un vector multidimensional. Por suerte, contamos con los métodos 
cudaToNumpy() y cudaFromNumpy() de la librería jetson-utils, 
que realizan las transformaciones necesarias para pasar de numpy.
ndarray a cudaImage y viceversa.

¡Y ya tendríamos toda la programación hecha! Ahora solo queda 
lanzar el script que hemos generado pasándole como argumento 
el vídeo pedestrians.mp4. Para esto deberemos lanzar el container 
de docker y llamar al script, tal y como hemos indicado al principio 
de este proyecto ¡Aquí está nuestro sistema de distancia social 
funcionando!

Entonces, los pasos de este último apartado se podrían resumir en lo siguiente. 
Primero hemos recorrido la lista de detecciones y comprobado si esa persona está 
en la lista de infractores o no. Se le asociará un color rojo (255-0-0 para OpenCV, 
por ser RGB) si está en la lista y verde (0-255-0) si no. Extraeremos el recuadro 
que delimita esa persona, el cual encontramos en los atributos Left, Top, Right y 
Bottom. A continuación, convertiremos el frame en un array multidimensional con el 
método cudaToNumpy(img), le dibujaremos las bounding boxes mediante el método 
rectangle() de OpenCV y utilizaremos el método cudaFromNumpy(img) para 
obtener el frame como objeto tipo cudaImage. Finalmente, solo hemos de mostrar la 
imagen por pantalla, que lo haremos fácilmente con la sentencia output.Render(img).
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Figura 8. Resultado 
del proyecto. Nota, se 
dibuja también el orden 
de detección, pero no 
aporta.

DETECCIÓN DE MASCARILLAS

Un estudio sobre la comprensión de las medidas para hacer 
frente a la pandemia de COVID-19 llevado a cabo por los 
investigadores de la Universidad de Edimburgo revela que el 
uso de una mascarilla u otro tipo de cobertura sobre la nariz 
y la boca reduce el riesgo de propagación del coronavirus 
al evitar la distancia que recorre el aliento exhalado de una 
persona en más de un 90%. Otro estudio pensado para calcular 

el impacto en toda la comunidad del uso de 
mascarillas reveló que la adopción casi universal 
(80%) de las mascarillas, incluso las más débiles 
(20% de eficacia), podría evitar entre el 17 y 
el 45% de las muertes previstas durante dos 
meses en Nueva York y reducir la tasa de 
mortalidad diaria máxima en un 34-58%. Estos 
resultados recomiendan encarecidamente 
el uso de las mascarillas en el público en 
general para reducir la propagación del 
coronavirus. Además, con la reapertura de 

los países tras el cierre por COVID-19, los 
organismos gubernamentales y de salud pública 

recomiendan las mascarillas como medidas 
esenciales para mantenernos seguros cuando nos 

aventuramos en público. Para imponer el uso de 
la mascarilla, resulta esencial idear alguna técnica 

que obligue a las personas a aplicarse una mascarilla 
antes de exponerse a lugares públicos. 

Así pues, nos planteamos la detección de mascarillas a partir 
de vídeo capturado por una cámara web o de vigilancia. 
Esta aplicación se usaría, para controlar el correcto uso de 
mascarillas en espacios cerrados con acumulación de personas 
como conferencias o eventos. En este caso nos basta con un kit 
de desarrollo Jetson Nano de NVIDIA y una cámara web como 
entrada de video.
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NVIDIA pone a nuestra disposición varios proyectos de ejemplo para 
aprender a utilizar e implementar modelos en la placa Jetson Nano, 
nosotros seguiremos el correspondiente a detección de mascarillas. La 
información de dicho proyecto se encuentra en el siguiente enlace https://
developer.nvidia.com/blog/implementing-a-real-time-ai-based-face-mask-
detector-application-for-covid-19/.

En este proyecto nos enseñan a usar unas herramientas que NVIDIA ha 
creado para facilitarnos todo el proceso de entrenamiento y validación de 
los modelos, así como su descarga a nuestra placa y su optimización. En 
este caso nos introduce un toolkit denominado TAO (NVIDIA Train, Adapt, 
and Optimize (TAO) Toolkit) que usaremos para importar los modelos 
preentrenados, reentrenarlos con nuestros datos, optimizarlos y validarlos; 
así como otro SDK, NVIDIA DeepStream, que hace las veces de interfaz 
para las conexiones con la cámara web, proporcionando seguridad TLS a las 
conexiones de nuestra placa con los servicios que proporcionen los datos.

Figura 8. Plataforma TAO de NVIDIA (https://developer.nvidia.com/tao-toolkit)

El Toolkit TAO nos proporciona herramientas para realizar transfer learning, 
una técnica bastante utilizada hoy en día para aprovechar el potencial 
de redes ya entrenadas que funcionan a la perfección para el problema 
para el que fueron diseñadas. Aunque nuestro problema sea detectar si 
la persona lleva mascarilla o no, un modelo diseñado y entrenado para 
clasificar imágenes puede ser fácilmente reentrenado con nuevos datos, 
reduciendo el tiempo de entrenamiento y la cantidad de datos necesaria, 
ya que aprovechamos la capacidad de extracción de características que el 
modelo ya poseía y la adaptamos a nuestro problema. Además, también nos 
facilita el reentrenamiento y la optimización de los modelos, como poda o 
cuantización de parámetros. En nuestro caso, necesitaremos “podar” la red 
de nuestro modelo para reducir el tiempo de procesamiento y que nuestro 
sistema funcione en tiempo real. Más adelante explicaremos el concepto de 
poda más detenidamente.

https://developer.nvidia.com/blog/implementing-a-real-time-ai-based-face-mask-detector-application-for-covid-19/
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Lo primero es preparar los datos, en 
este caso obtenidos de cuatro fuentes 
diferentes. 

Kaggle Medical Mask Dataset [ref: 
Evan Danilovich (marzo 2020). 
Medical Masks Dataset. Version 1. 
Consulta: 14/05/2020 en https://
www.kaggle.com/ivandanilovich/
medical-masks-dataset].

MAFA - Masked Faces [ref: MAFA 
Dataset Google Link: Courtesy 
aome510 from https://drive.google.
com/drive/folders/1nbtM1n0--
iZ3VVbNGhocxbnBGhMau_OG].

FDDB Dataset [ref: Vidit Jain and 
Erik Learned-Miller. “FDDB: A 
Benchmark for Face Detection in 
Unconstrained Settings”. Technical 
Report UM-CS-2010-009, Dept. of 
Computer Science, University of 
Massachusetts, Amherst. 2010].

WiderFace Dataset [ref: Yang, Shuo 
and Luo, Ping and Loy, Chen Change 
and Tang, Xiaoou; “WIDER FACE: A 
Face Detection Benchmark”, IEEE 
Conference on Computer Vision and 
Pattern Recognition (CVPR), 2016].

Estos conjuntos nos proporcionan en 
total 12.000 imágenes para entrenar el 
modelo, 6.000 imágenes de personas 
con mascarillas y otras 6.000 de 
personas sin ellas. Es importante que 
el entrenamiento se realice con una 
cantidad suficiente de imágenes, de 
otra manera el modelo no conseguiría 
generalizar bien la solución y sería 
más propenso a fallos, sobre todo 
si se encuentra con imágenes muy 
diferentes a las de entrenamiento. 

Es por eso por lo que se recurre a 
cuatro conjuntos de datos diferentes 
con el fin de disponer de un número 
elevado de imágenes. Aun así, las 
mascarillas contenidas en las imágenes 
son quirúrgicas, por lo que el modelo 
entrenado tendrá un sesgo y será más 
propenso a fallar en el caso de que se 
encuentre con personas con mascarillas 
de colores diferentes.

Sin embargo, aquí se tiene una 
fácil solución con un poco de 
data augmentation, simplemente 
modificando el color de las imágenes 
que ya tenemos podemos conseguir 
que el modelo sea más robusto. Esto 
es una práctica muy común a la hora 
de entrenar modelos que trabajan con 
imágenes. Hacer copias modificadas de 
las imágenes disponibles nos posibilita 
entrenar el modelo con más ejemplos 
además de conseguir que el modelo 
sea más robusto al entrenarlo con más 
ejemplos más variados.

Además de las imágenes, debemos 
generar archivos de texto con las 
etiquetas de cada imagen, esto es, un 
archivo simple donde se indican los 
objetos contenidos en las imágenes y 
su posición en ella. La forma en la que 
está escrita esta información también 
importa. No olvidemos que esto no 
deja de ser un algoritmo, por lo que al 
programarlo hay que indicar como se 
suministra y recoge información. En 
este caso las etiquetas tienen que estar 
en formato KITTI, uno de los muchos 
formatos entre los cuales los autores 
del Toolkit TAO eligieron cuando 
programaron los modelos.

https://www.kaggle.com/ivandanilovich/medical-masks-dataset
https://drive.google.com/drive/folders/1nbtM1n0--iZ3VVbNGhocxbnBGhMau_OG
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El formato KITTI es un archivo de texto simple conteniendo un objeto por 
línea, con cada línea conteniendo múltiples campos:

1.  	 Nombre de la clase: el nombre del objeto al que representa.
2. 	 Truncamiento: cuanto del objeto está fuera de los límites de la 		
	 imagen.
3.	 Oclusión: indicando si está cubierto o no por algo.
4. 	 Coordenadas del cuadro delimitador: posición del objeto en la 		
	 imagen.
5. 	 Dimensiones: ancho, alto y largo del objeto.
6. 	 Posición: posición relativa a la cámara.
7.  	 Rotación: ángulo de rotación con respecto a la cámara.

Un ejemplo de un archivo en formato KITTI sería:

Estas líneas indicarían que en esta imagen hay tres objetos, dos 
personas y una mascarilla, con toda la información de su posición en 
la imagen. Sin embargo, los modelos con los que vamos a trabajar 
solo necesitan la información de la clase y el cuadro delimitador, 
por lo que el resto de parámetros los pondremos a cero. El ejemplo 
modificado quedaría de la siguiente manera:

Para no tener que escribir todos estos archivos a mano, el 
repositorio nos proporciona un ejecutable para realizar esta 
preparación de los datos. Solo tenemos que guardar las 
imágenes en carpetas con los nombres indicados y lanzar 
el ejecutable de Python. Haciendo esto ya tendríamos 
preparados los datos para entrenar y validar nuestro sistema.

El Toolkit TAO nos facilita todos los pasos que vamos a 
realizar a continuación. Nos proporciona ejecutables con 
funciones ya programadas para descargar los modelos de 
nuestra elección preentrenados, realizar el entrenamiento, 
optimizar los modelos realizando poda en las redes o 
cuantizando los parámetros a representaciones de números 
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con menos bits y validar el modelo final. Lo primero 
es descargar el modelo preentrenado, en nuestro 
caso un modelo DetectNetv2 [ref: https://developer.
nvidia.com/blog/detectnet-deep-neural-network-
object-detection-digits/] con estructura ResNet18 
[ref: Deep Residual Learning for Image Recognition 
Kaiming He, Xiangyu Zhang, Shaoqing Ren, Jian 
Sun]. La arquitectura DetecNet divide las imágenes 
de entrada en una cuadrícula y trata de predecir si 
hay un objeto, o no, y la clase a la que pertenece en 
cada una de las posiciones de la cuadrícula.

Para ello, el modelo toma las imágenes de 
entrenamiento y sus etiquetas y hace un pequeño 
data augmentation online, es decir, cada vez 
que obtiene una imagen de entrenamiento hace 
copias modificadas de esta, pero la modificación 
es aleatoria y diferente cada vez que se ejecuta (a 
eso hace referencia el término online). Luego estas 
imágenes son procesadas por la red ResNet18, que 
realiza la extracción de características y la predicción 
para cada región de la cuadrícula. Con estas 
predicciones calculamos el error del modelo tanto 
para la tarea de detección del objeto como para la 
inferencia del cuadro delimitador, y actualizamos los 
parámetros de la red acorde a él.

Finalmente, una función de agrupamiento produce 
el conjunto final de cuadros delimitadores inferidos 
durante el proceso de validación, calculando la 
precisión media como valor de referencia para medir 
el desempeño de nuestro modelo. 

Para realizar el primer entrenamiento con nuestros 
datos solo tenemos que indicar la ruta de nuestra 
carpeta con las imágenes que hemos descargado 
y guardado en formato KITTI, y ejecutar el script 
de Python correspondiente. Cabe destacar que, 
aunque este proceso lo hagamos en un ordenador 
de sobremesa o en un servidor de tarjetas gráficas, 
puede llegar a tardar horas, por lo que hay que tener 
un poco de paciencia.

Una vez terminado en el entrenamiento procedemos 
a validarlo. Esta primera validación nos indicará 
el desempeño general del modelo sobre nuestros 
datos, una línea base para la optimización que 
vamos a realizar a continuación. En este caso vamos 
a “podar” la red DetecNet que compone nuestro 
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modelo. La poda (pruning en inglés) es un proceso muy interesante que nos 
sirve para reducir el número de parámetros de nuestro modelo, reduciendo 
así la cantidad de operaciones que ha de realizar la tarjeta gráfica y, por 
tanto, aumentando los fps a la hora de procesar video en tiempo real.

La poda nos permite reducir drásticamente el número de parámetros 
de nuestro modelo sin comprometer su desempeño y precisión. Esto se 
consigue reduciendo el número de neuronas (reduciendo por consiguiente 
el número de conexiones) pero sin modificar la estructura de la red. La 
siguiente imagen ilustra un ejemplo con una red simple:

Figura 9. Ejemplo de poda aplicada a un modelo neuronal

Como podemos observar, eliminando dos neuronas conseguimos 
reducir en un 30% el número de parámetros de la red, reduciendo 
también el número de operaciones que ha de realizar para 
procesar una imagen. Sin embargo, si un modelo más pequeño, 
con hasta un 90% menos de parámetros, es capaz de conseguir 
el mismo desempeño y predicción que el modelo completo, nos 
podríamos plantear entrenar desde un principio el modelo más 
pequeño, ahorrando así mucho tiempo.

El problema es que es muy difícil conseguir el modelo pequeño 
desde el inicio. La clave es la inicialización de los pesos, como bien 
se explica con la analogía de la hipótesis del boleto de lotería [ref.: 
The Lottery Ticket Hypothesis: Finding Sparse, Trainable Neural 
Networks, Jonathan Frankle, Michael Carbin]. Nuestro modelo es 
una red neuronal artificial que trata de mapear una distribución de 
datos de entrada a otra de salida. Esto lo consiguen minimizando 
las pérdidas de la función matemática que realiza este mapeo, 
la función que transforma las imágenes de entrada a las 
predicciones de los objetos y sus cuadros delimitadores. 
Esta función es muy compleja, por lo que podremos 
encontrar multitud de mínimos locales, sin posibilidad de 
saber si hay opción mejor o no. Si entrenamos un modelo 
con pocos parámetros, su inicialización nos situará en algún 
lugar de esa función, y es muy probable que el mínimo que 
encontremos no sea el óptimo. Sin embargo, si nuestra 
red tiene muchos parámetros, tenemos más posibilidades 
de que algunos de ellos nos sitúen cerca de un punto más 
óptimo de la función que queremos modelizar.
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Esto se ilustra con la hipótesis del 
boleto de lotería con la analogía 
de que, si compras pocos boletos, 
por consiguiente, tienes pocas 
probabilidades de ganar (modelo 
con pocos parámetros), pero si 
compras muchos boletos tendrás más 
posibilidades de ser el ganador, y si 
nuestro modelo es suficientemente 
grande prácticamente, es como si 
tuviésemos comprados todos los 
boletos de lotería.

Por esta razón el podado de redes 
siempre suele funcionar y siempre 
encontramos una red más pequeña 
con el mismo desempeño (o incluso 
mejor) que el modelo completo. Y sí, 
hay casos en los que la red podada 
obtiene mejores resultados. La poda es 
un proceso de regularización en el que 
se eliminan neuronas según un criterio 
establecido, como por ejemplo eliminar 
aquellas neuronas con activaciones 
débiles y mantener aquellas con 
disparos más fuertes. Esto hace que 
en algunos casos obtengamos una 
red que generaliza mejor y obtiene un 
desempeño mejor en el conjunto de 
validación y test.

Una vez podado el modelo procedemos 
a reentrenarlo otra vez con los 
mismos datos de entrenamiento, 
y posteriormente lo validamos, 
comprobando si la precisión y el 
desempeño se han modificado o no. Si 
el nuevo modelo obtiene métricas que 
no entren dentro de los rangos que 
esperamos, deberemos repetir estos 
últimos pasos hasta obtener un modelo 
satisfactorio.

Finalmente disponemos de un modelo 
con un número reducido de parámetros 
para ahorrar capacidad y tiempo de 
procesamiento sin comprometer en 
desempeño y precisión. Solo tenemos 
que importar los archivos generados 
a la Jetson Nano, conectar la cámara 
web, ejecutar el script correspondiente 
para inferencia y podremos ver en la 
pantalla la salida de vídeo procesado 
con nuestro modelo.

Figura 10. Ejemplo de funcionamiento con captura de vídeo por cámara web
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En este capítulo se han comentado dos aplicaciones que han ayudado 
a combatir la pandemia del coronavirus. Estas aplicaciones han sido 
detección del cumplimiento de la distancia social y la presencia, o no, 
de la mascarilla. Se ha implementado en una placa Jetson Nano y se ha 
explicado todo el proceso necesario para ello. 

Hemos partido de lo más básico, la demo de detección de objetos 
que proporciona la propia NVIDIA a través del siguiente repositorio: 
https://github.com/dusty-nv/jetson-inference. Conviene echar un ojo a 
este repositorio, puesto que te explica cómo utilizar otras demos para 
otras tareas tales como clasificación de imágenes, detección de pose, 
segmentación de imágenes… Es un trabajo muy completo que sienta 
las bases de cómo operar con la Jetson Nano para hacer nuestros 
primeros pinitos con sistemas de IA en dispositivos Edge TPU. También, 
hay una gran diversidad de modelos, que ya vienen optimizados para 
esta clase de tecnologías y cada uno tiene sus características. Como 
se puede ver en el resultado final del proyecto de distancia social, hay 
situaciones en las que el sistema no está funcionando del todo, debido 
a que el modelo no llega a identificar correctamente las personas que 
aparecen en la imagen. El modelo que se utiliza por defecto, SSD_
Mobilenet_V2 es muy rápido, pero a cambio no es tan preciso como 
otros del mercado. A menudo este trade-off se presenta cuando se 
desarrolla IA y es trabajo nuestro determinar qué prestaciones son las 
deseadas para nuestro sistema. Los modelos no son perfectos, pero 
cada vez tenemos acceso a aplicaciones más potentes y en dispositivos 
más reducidos. Y tú, ¿podrás encontrar un modelo que funcione mejor 
para ese sistema? Si quieres una pista para seguir profundizando, 
puedes buscar modelos con tareas más concretas y cercanas a tu 
objetivo, es decir, modelos que detecten personas, en lugar de objetos.
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El crecimiento de dispositivos conectados a internet 
ha sido exponencial en los últimos años. La tendencia 
es controlar y monitorizar dichos dispositivos a través 
de aplicaciones móviles, o a través de internet, sin 
necesidad de estar frente al dispositivo, es decir, de 
manera remota. 

Cecotec, compañía valenciana de electrodomésticos 
líder en el canal online y offline, con un crecimiento 
del 250% desde 2016, apuesta fuertemente por 
esta tendencia. Cecotec se centra en un desarrollo 
tecnológico capaz de maximizar la experiencia del 
usuario, además de lograr el equilibrio entre un 
producto innovador con alto valor añadido y un 
precio final honesto y accesible. Muy enfocados en 
los últimos años en incluir y mejorar la conectividad 
de sus productos, más de 700 en el sector PAE 
(pequeños aparatos electrodomésticos), Cecotec 
está a la vanguardia de la innovación en categorías 
como aspiración, y ha logrado hitos mundiales en la 
industria de los robots aspiradores. Esta inquietud por 
dotar a sus dispositivos de conectividad está alineada 
con la idea de ofrecer a los usuarios la posibilidad de 
tener un hogar inteligente e interconectado, lo que se 
conoce hoy en día como smart home. Este término 
hace referencia a un hogar que piensa por sí mismo 
y es posible gracias a los dispositivos de conexión 
inteligente, que mejoran la seguridad de los hogares y 
facilitan el día a día. Con los dispositivos inteligentes, 
el hogar controla los procesos habituales de forma 
completamente automática o remota. En este sentido, 
las casas inteligentes son aquellas que incorporan un 
sistema que permite automatizar muchas tareas, así 
como tener un control total y en vivo sobre lo que 
ocurre en nuestro hogar. 

INTRODUCCIÓN



56

En el smart home, la inteligencia artificial juega un 
papel primordial y decisivo para dotar de inteligencia 
a los dispositivos. Con la inteligencia artificial se da 
un paso más allá para que los dispositivos actúen 
de manera autónoma, inteligente y optimizada 
dadas ciertas condiciones, adaptándose de una 
mejor manera al entorno que aplicando lógicas 
deterministas. Por ello, en este capítulo se dará un 
repaso sobre TinyML (tiny machine learning), una 
rama de la inteligencia artificial que trata de abordar 
cómo ejecutar modelos de machine learning, deep 
learning e inteligencia artificial en dispositivos 
embebidos con recursos limitados, como pueden ser 
los dispositivos inteligentes de un smart home, como 
los de Cecotec. Esta temática también es conocida 
como edge computing, un tipo de filosofía que aporta 
mayor autonomía a los dispositivos, dotándolos de la 
capacidad de procesamiento y toma de decisión en el 
lugar donde se capturan los datos.

El objetivo del presente capítulo es que el lector 
comprenda qué es un hogar y un dispositivo 
inteligente. Además, se le presentará una visión o 
tendencia actual, y cómo Cecotec ve el futuro de 
los dispositivos y los hogares inteligentes. Para ello, 
este capítulo se divide en las siguientes secciones: 
en la sección 2, se hará una profunda explicación 
sobre qué son los dispositivos inteligentes y se darán 
además ejemplos de algunos de los productos estrella 
de Cecotec. La sección 3 abordará definiciones 
y conceptos sobre smart home. En la sección 4 
se definirá qué es el TinyML y algunas ventajas, 
inconvenientes y limitaciones, además de cómo 
emplearlo en términos generales. En la sección 5 se 
proporcionará la visión que tiene Cecotec sobre el 
futuro de los dispositivos inteligentes y a dónde quiere 
llegar con su tecnología en unos años en lo referente 
al smart home. Por último, en la sección 6 se llevará a 
término el capítulo con unas conclusiones finales.
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Los dispositivos inteligentes, o smart devices, juegan 
un rol fundamental en sectores como la industria 4.0, 
smart cities y smart homes (hogares inteligentes). 
Estos son el componente principal del internet de 
las cosas (IoT). Tal y como se ha comentado en la 
introducción, este capítulo se centra principalmente en 
el área de los hogares inteligentes.

En [1] se establecen tres componentes principales 
requeridos para el IoT, en concreto, smart things, 
infraestructura de red y servidores backend (figura 
1). Esta arquitectura simplificada describe la esencia 
subyacente del paradigma del IoT. Los smart devices 
vistos en la figura 1 están diseñados para interactuar 
tanto con los usuarios como con otros dispositivos 
conectados a la red, y algunos de estos dispositivos 
podrían incluso no requerir interaccionar directamente 
con usuarios.

En concreto, un dispositivo inteligente es un 
dispositivo electrónico consciente del contexto capaz 
de realizar computación autónoma y comunicarse con 
otros dispositivos por cable o de forma inalámbrica 
para intercambiar datos [2].

DISPOSITIVOS 
INTELIGENTES2



58

Tal y como se ha comentado anteriormente, los dispositivos 
inteligentes se conectan a otros dispositivos o redes utilizando 
diferentes protocolos, como por ejemplo Bluetooth, NFC, wifi, 
3G, 4G, 5G, X10, etc.

El término también puede referirse a un aparato de computación 
ubicua: un dispositivo que exhibe algunas propiedades de la 
computación ubicua, incluyendo la inteligencia artificial.
Los dispositivos inteligentes o smart devices han afectado a 
todos los aspectos de las vidas de las personas, tanto en lo 
personal como en lo profesional. Forman parte del día a día con 
el propósito de hacer la vida un poco más fácil: desde el GPS 
que proporciona información de la ruta a seguir para alcanzar 
un destino, aplicaciones de localización de taxis y aplicaciones 
mediante pagos móviles hasta wearables que proporcionan 
información sobre la salud de las personas. Estos son solo 
algunos de los muchos ejemplos que podríamos comentar para 
demostrar que los smart devices han irrumpido en las vidas 
de las personas con la intención de no irse nunca de ellas. Por 
lo tanto, estos dispositivos han tenido un gran impacto en los 
hogares al dotarlos de inteligencia. Esto es debido a que, en 
los últimos años, los dispositivos inteligentes se han hecho 
populares entre objetos de uso cotidiano como bombillas, 
relojes, cepillos de dientes, etc. Estos permiten cuantificar 
las actividades de las personas o ser controlados mediante 
asistentes virtuales. Creando hubs que conecten todos los 
elementos se puede lograr un hogar inteligente o domotizado 
con poco trabajo. Tal y como se ha comentado previamente, 
Cecotec tiene en el mercado más de 700 productos en el sector 
PAE (pequeños aparatos electrodomésticos). Los más relevantes 

La computación ubicua nació como la necesidad de integrar la 
informática con los usuarios. Este concepto se utiliza para definir la 
relación natural entre ordenadores y usuarios sin necesidad de que 
la máquina esté presente en el mismo lugar que el usuario, como 
por ejemplo los servicios en la nube. Es decir, la computación ubicua 
existe en cualquier momento en el cual un usuario interactúa con 
una computadora o un dispositivo tecnológico, desde un ordenador 
personal hasta una simple nevera o una televisión. Su estudio, no 
obstante, abarca muchos más términos, complejidades derivadas y 
una manera más profunda de entenderla.
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Los dispositivos inteligentes pueden presentar muchos niveles 
de sofisticación. Mientras que algunos se pueden simplemente 

programar o controlar de manera remota o a través de 
asistentes virtuales, otros pueden incluso actuar de manera 

autónoma gracias a la robótica o a la inteligencia artificial. 
Estos últimos implican una mayor complejidad en 

diseño tanto de software como de hardware. De 
hecho, el hardware es una limitación importante 
para aquellos dispositivos en los que se quiere 
ejecutar sistemas de inteligencia artificial. Como 
bien es sabido, los sistemas de inteligencia 
artificial, y más concretamente los modelos de 
deep learning, tienen gran potencial a la hora de 
crear aplicaciones predictivas. Estos algoritmos 
pretenden aproximarse lo máximo posible a 
la percepción humana de las cosas, como el 

están conectados a internet y se pueden controlar desde sus aplicaciones 
móviles. Algunos ejemplos de estos productos, y su funcionalidad, se 
detallan brevemente a continuación:

CONGA: dentro de esta gama de aspiración, encontramos una serie de 
robots dotados de multitud de sensores que permiten, entre otras cosas, 
detectar obstáculos y desniveles pronunciados tales como escaleras. Casi 
la totalidad de productos de esta gama dispone de conexión mediante 
una aplicación para poder controlar el robot de manera remota a través 
de internet. La gama más sofisticada incluye inteligencia artificial para 
dotar al robot de un nivel superior de compresión del entorno y de 
funcionalidades avanzadas que ayudan a realizar una mejor limpieza.
MAMBO: se trata de un robot de cocina multifunción que permite cocinar 
platos de un amplio recetario por pasos de una manera guiada con la 
mínima interacción humana. Dentro de la gama Mambo, existen robots 
conectados a internet mediante una aplicación que permite controlar el 
robot y el cocinado incluso a distancia. Esta es una buena opción cuando 
el usuario se encuentra haciendo otra tarea o descansando y de manera 
remota puede accionar el siguiente paso de cocinado incluso desde la 
comodidad de su sofá.
WINDROID: robot limpiacristales inteligente. La gama más avanzada 
cuenta con aplicación que permite controlar la limpieza y el secado de 
los cristales. Cuenta con navegación inteligente, calcula la ruta idónea, 
detecta los límites de la ventana y limpia completamente la superficie.
BONGO: se trata de la gama de movilidad de Cecotec, concretamente, 
de patinetes eléctricos. Dentro de esta gama, existe la serie connected, la 
cual cuenta con conectividad por Bluetooth para vincular el patinete con 
el móvil desde el cual se visualiza diferente información y ajustes. Toda la 
información está al alcance de la mano del usuario desde cualquier lugar 
a través de su aplicación móvil: velocidad, batería, modo de conducción, 
velocidad de crucero, etc. Incluso permite bloquear el patinete.
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reconocimiento del habla, la identificación de 
imágenes o hacer predicciones complejas que 
un ser humano sería incapaz de realizar. Por 
eso, con este enfoque se utilizan estructuras 
lógicas semejantes a la organización del sistema 
nervioso de un mamífero. Para ello, se crean 
capas de unidades de proceso, que vendrían 
a ser neuronas artificiales. Por ejemplo, en el 
campo de la visión artificial, dichas capas están 
especializadas en la detección de características 
existentes en los objetos que se perciben. 
Para poder hacer que estos modelos tengan 
una gran precisión, es necesario entrenarlos a 
través de la ejecución de código en hardware 
muy potente. Una vez entrenados, es necesario 
integrarlos en un dispositivo hardware para 
su uso en inferencia. La inferencia consiste en 
poner en práctica lo que la inteligencia artificial 
ha aprendido en el entrenamiento. Muchas 
aplicaciones web usan potentes servidores para 
ejecutar dichos modelos. Usar estos modelos en 
dispositivos inteligentes es un gran reto debido a 
la limitación de recursos hardware que presentan 
estos aparatos. Los retos más significativos 
hacen referencia al tamaño de los modelos, 
hacer que quepan en la memoria del dispositivo 
inteligente, y a su ejecución en tiempo real, que 
muchas veces es imprescindible en este tipo 
de dispositivos. En estos problemas y en cómo 
resolverlos, entre otros temas, se profundizará en 
la sección 4.
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Cada vez es más frecuente escuchar los términos 
smart home o domótica y las ventajas que ofrece su 
implementación. Gracias al desarrollo del IoT y de la 
inteligencia artificial el smart home es, hoy en día, una 
realidad, y cada vez más hogares están implantando 
la domótica. Antes de explicar las ventajas que ofrece 
este campo, vamos a definir qué es el smart home.

Como ya se ha mencionado anteriormente, smart 
home, “hogar inteligente” en inglés, es aquel que 
está dotado de dispositivos conectados a través 
de internet, o dispositivos IoT, para monitorizar y 
automatizar tareas cotidianas como la apertura o el 
cierre de persianas, la iluminación o la utilización de 
diversos electrodomésticos.

Los hogares inteligentes están compuestos por tres 
tipos de dispositivos: la centralita, los sensores y los 
actuadores.

SMART HOME

CENTRALITA: es el “cerebro” del smart home, el dispositivo programable, 
generalmente a través de una aplicación móvil, que almacena las rutinas 
a llevar a cabo. Recibe los datos recogidos por los sensores y acciona los 
actuadores cuando sea necesario. Ejemplos de este tipo de dispositivos 
son los altavoces inteligentes de Amazon (Alexa), de Google (Google 
Home) o de Apple (HomePod).

SENSORES: dispositivos que capturan datos del entorno y los envían a 
la centralita para su procesamiento y monitorización. Existen múltiples 
sensores. Algunos ejemplos son los sensores de luminosidad, los sensores 
de movimiento, las cámaras de videovigilancia, los sensores de apertura de 
puerta, los sensores de humedad, los sensores de temperatura…

ACTUADORES: dispositivos que son capaces de actuar sobre el entorno 
llevando a cabo una acción. Ejemplos de actuadores son los motores de 
las persianas, que son capaces de hacerlas subir o bajar, las bombillas 
inteligentes, que encienden, apagan o regulan la cantidad de luz emitida o 
los sistemas de climatización que regulan la temperatura de la casa.

3
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BENEFICIOS DEL SMART HOME

Comodidad: una de las principales razones por las que 
el smart home se ha convertido en un elemento cada 
vez más habitual en los hogares es la comodidad que 
ofrece a sus usuarios mediante el acceso remoto a 
todos los dispositivos y los sistemas que forman parte 
de la instalación, como por ejemplo la climatización, la 
iluminación o los dispositivos multimedia. Generalmente, 
a través de una aplicación móvil se tiene acceso a todos 
los dispositivos conectados a la centralita y se pueden 
programar rutinas o activar y desactivar manualmente 
los elementos deseados sin necesidad de acudir 
físicamente a la ubicación de cada dispositivo. 

SEGURIDAD: los hogares inteligentes pueden incluir 
sistemas de seguridad avanzados compuestos por 
cámaras y sensores de movimiento que, en caso de 
detectar la presencia de una persona mientras la alarma 
está activada, avisan a la central de alarmas o a la policía 
automáticamente.
EFICIENCIA ENERGÉTICA: los smart homes pueden 
ofrecer una mayor eficiencia energética optimizando 
el uso de los dispositivos que consumen energía en los 
hogares. Por ejemplo, un hogar inteligente dotado de 
sensores de luminosidad, sensores de movimiento y 
bombillas inteligentes es capaz de detectar cuándo una 
persona se encuentra en una determinada habitación 
y, si la radiación lumínica ambiental es demasiado baja, 
puede encender las luces de dicha habitación hasta que 
la persona abandona la habitación.
MAYOR ACCESIBILIDAD: la automatización de procesos 
domésticos puede ser de gran ayuda para personas 
con movilidad reducida, ya que, por ejemplo, mediante 
comandos de voz pueden encender o apagar las luces, 
subir y bajar persianas o configurar el sistema de 
climatización de la casa.
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INCONVENIENTES DEL SMART 
HOME

Seguridad: uno de los mayores inconvenientes de tener 
un sistema centralizado que pueda controlar todos los 
dispositivos conectados de un hogar inteligente es que 
ante un ciberataque, si un hacker consiguiera acceder a 
la centralita del smart home, se haría con el control de 
todos los dispositivos conectados a la misma. Es por 
ello que los hogares inteligentes tienen que ser muy 
seguros frente a posibles ciberataques.

CÓMO CONVERTIR UN HOGAR EN 
UN SMART HOME

Si bien es cierto que cada vez es más común que 
los hogares de nueva construcción vengan dotados 
de la infraestructura necesaria para convertirlos en 
inteligentes, los hogares más antiguos que no fueron 
diseñados teniendo en cuenta esta tecnología pueden 
adaptarse para convertirse también en smart homes. 
El único requisito es disponer de una centralita y 
dispositivos IoT conectados a través de un mismo 
protocolo de comunicación formando una red de 
sensores y actuadores y establecer rutinas que 
automaticen tareas cotidianas según los gustos de 
cada usuario.
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TINY MACHINE 
LEARNING Y 

COMPUTACIÓN 
EN EL EDGE

Desde la primera computadora moderna, propuesta 
por Alan Turing en 1936, hasta dispositivos electrónicos 
de hoy en día como los teléfonos móviles, los 
televisores inteligentes o los ordenadores personales, 
ha habido una tendencia exponencial creciente en 
la capacidad de cómputo, tal y como se indica en la 
figura 2. Además, la irrupción de nuevas tecnologías 
como los smartphones, las redes sociales, el IoT y la 
conectividad a internet han propiciado el crecimiento 
exponencial en la cantidad de datos generados 
diariamente. En este contexto, la inteligencia artificial, 
y más concretamente el deep learning, ha surgido con 
fuerza, ya que se nutre precisamente de estos dos 
elementos: una gran capacidad de cálculo y una gran 
cantidad de datos.

Figura 2. Evolución de la capacidad de cómputo a lo largo de los años. Fuente: Revista Time.
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Como cabría esperar, la tendencia de algunas ramas de 
la inteligencia artificial ha sido y sigue siendo proponer 
cada vez modelos más grandes, con una mayor cantidad 
de parámetros, lo que generalmente se traduce también 
en una mayor capacidad de aprendizaje, que requieren 
cada vez una mayor capacidad de cómputo y una mayor 
cantidad de datos.

Recientemente se publicó el modelo Megatron-
Turing NLG con una arquitectura formada por 530 mil 
millones de parámetros, lo que supone un incremento 
de aproximadamente tres veces respecto al segundo 
modelo con mayor número de parámetros: GPT-3, 
publicado en mayo de 2020, y que está compuesto por 
175 mil millones de parámetros (figura 3). Se trata de un 
modelo de procesamiento del lenguaje natural basado en 
transformers [3] que, entre otras cosas, puede ser capaz 
de, a partir de una frase incompleta, predecir la siguiente 
palabra o de predecir respuestas basándose en un párrafo.

Figura 3. Evolución del número de parámetros de los modelos de NLP en los 
últimos años. Fuente: [4]
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La parte negativa de los enormes modelos, 
como es el caso de GPT-3 [5] o el Megatron-
Turing NLG [4] es la gran demanda de recursos 
que requieren debido a su gran capacidad de 
cálculo. Por ejemplo, para entrenar el modelo 
Megatron-Turing NLG [4], debido a su gran 
tamaño, hicieron falta 560 servidores DGX A100. 
Cada DGX A100 está compuesto por ocho 
tarjetas gráficas NVIDIA A100 80 GB. Cada 
servidor consume según sus especificaciones 
técnicas, a pleno rendimiento, 6,5 kW. Si se 
multiplican 6,5 kW por 560 servidores se obtiene 
la escalofriante cifra de 3,64 MW. Se estima que 
es la potencia equivalente a la instalada en 1.000 
viviendas medias de España. Además de un coste 
económico enorme (del orden de millones de 
euros), esto supone un constante incremento de 
la huella de carbono de la inteligencia artificial 
en el planeta. Este hecho junto con la creciente 
preocupación social por el cambio climático 
ha ayudado a estimular al sector “verde” de 
la comunidad científica a poner el foco en 
investigar formas de computación y algoritmos 
más eficientes. Este nuevo campo, surgido en los 
últimos años, se denomina tiny machine learning.

DEFINICIÓN DE TINY MACHINE LEARNING

El tiny machine learning es el resultado de integrar el aprendizaje 
automático o machine learning en dispositivos inteligentes 
embebidos. Se trata de un campo emergente surgido del concepto 
de internet de las cosas o IoT que tiene el potencial de revolucionar 
muchas de las industrias actuales.

La idea original del IoT era que los distintos dispositivos, como por ejemplo lavadoras, 
televisiones u hornos enviasen datos a través de internet a la nube para que allí se 
procesaran y se tomaran decisiones. Este enfoque tiene algunos puntos que pueden 
resultar problemáticos, como por ejemplo: la privacidad de los datos, la latencia, el 
almacenamiento y la eficiencia energética, entre otros. El tiny machine learning surgió 
para dar respuesta a estos puntos desde un nuevo enfoque: el edge computing. 
A diferencia de la idea original del IoT, este nuevo enfoque consiste en procesar 
los datos directamente en el origen, es decir, en el propio dispositivo en el que se 
generan.
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Para entender mejor los beneficios que aporta este 
cambio de paradigma, se va a utilizar un ejemplo 
real de aplicación de tiny machine learning: el robot 
aspirador Conga 7090 IA de Cecotec, que incorpora 
dos cámaras, una de color y otra de profundidad, y 
que, mediante el procesamiento de imágenes a través 
de modelos de deep learning, es capaz de detectar 
el tipo de estancia en la que se encuentra el robot 
(cocina, baño, salón…), identificar el tipo de suelo de 
la habitación (madera, baldosas o liso) y detectar 
objetos con riesgo potencial de atascarse en el robot, 
como por ejemplo cables o calcetines, para sortearlos 
durante el proceso de limpieza.

BEFICIOS DEL TINY MACHINE LEARNING
Eficiencia energética: la transmisión de datos, tanto de forma inalámbrica como 
a través de cable, es un proceso mucho más costoso a nivel energético que 
el procesamiento de los mismos en el propio dispositivo. En el caso del robot 
aspirador, la autonomía es un punto fundamental a tener en cuenta. El robot 
cuenta con una batería recargable de 6.400 mA, que le dota de una autonomía 
de hasta 240 minutos.  Por limitaciones de espacio, el tamaño de la batería no 
puede ser mayor y debe de ser suficiente para limpiar con una única carga la 
mayor superficie posible. Si en lugar de procesar los modelos de inteligencia 
artificial en el propio robot se enviasen constantemente los datos a un servidor 
cloud, la autonomía de la batería se vería afectada muy negativamente. Por lo 
tanto, resulta mucho más ventajoso procesar los datos directamente en el robot 
aspirador en lugar de en un servidor cloud.

PRIVACIDAD: enviar datos a través de internet abre la puerta a posibles 
vulnerabilidades del sistema, ya que algún actor malicioso podría intentar 
interceptar el envío de datos sensibles. Siguiendo con el ejemplo del robot 
aspirador, posiblemente pocos clientes se sentirían cómodos si las imágenes 
de su casa capturadas por el robot Conga se tuvieran que enviar a un servidor 
cloud para su procesamiento. Por otra parte, debido al auge de los dispositivos 
inteligentes, las redes sociales, la inteligencia artificial y a su utilización a través 
de internet, se están implantando leyes de protección de datos que pretenden, 
entre otras cosas, preservar la intimidad de las personas. El envío de imágenes 
capturadas en casa de usuarios del robot aspirador Conga a través de internet 
sin su consentimiento no cumpliría con la legislación vigente. Es por ello que se 
emplea el tiny machine learning: las imágenes se procesan directamente en el 
robot aspirador y se mantiene la privacidad de los usuarios en todo momento.
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ALMACENAMIENTO: muchos dispositivos IoT, como 
es el ejemplo del altavoz inteligente Alexa, pasan gran 
parte de su tiempo inactivos esperando órdenes que 
procesar y ejecutar. Una vez activado con el comando 
de voz “Alexa”, se graba el audio que contiene las 
instrucciones que queremos que ejecute y lo envía a 
la nube, donde se procesa únicamente esa porción 
de audio. De esta forma se consigue optimizar la 
cantidad de almacenamiento necesario para este 
tipo de dispositivos, ya que no están constantemente 
grabando y almacenando audios, sino que únicamente 
almacenan la información justa y necesaria.
LATENCIA: el tiempo de respuesta de un dispositivo 
que procesa los datos in situ es mucho menor que 
el de un dispositivo que tiene que enviar los datos a 
través de internet a algún servidor cloud, esperar a 
que el servidor procese los datos y envíe de vuelta 
una respuesta. En el caso del robot aspirador es 
necesario procesar las imágenes en tiempo real, es 
decir, procesar aproximadamente 30 imágenes cada 
segundo, para poder tomar decisiones a tiempo, como 
por ejemplo, sortear un obstáculo. Si se tuvieran que 
enviar las imágenes capturadas por la cámara a través 
de internet a un servidor cloud, procesarlas y esperar 
una respuesta, no se podrían tomar decisiones en 
tiempo real.

LIMITACIONES DEL TINY MACHINE LEARNING
Además de todos los beneficios comentados anteriormente, el tiny machine learning, 
como no podía ser de otra manera, también tiene sus limitaciones. Al ejecutarse los 
modelos de inteligencia artificial en dispositivos embebidos, esto supone una serie 
de restricciones de recursos en términos de memoria, potencia de cómputo y de 
autonomía, entre otros aspectos.

Aunque ha habido muchos avances en los dispositivos embebidos, en gran medida 
por el auge del tiny machine learning, muchos dispositivos siguen soportando 
únicamente operaciones matemáticas con números enteros de 8 bits, mientras que 
para entrenar los modelos de inteligencia artificial suelen ser necesarias precisiones 
numéricas de coma flotante de 32 bits, para poder llevar a cabo el cálculo de los 
gradientes y actualizar sus parámetros. 

A priori, sin llevar a cabo ninguna transformación, no es posible ejecutar modelos de 
32 bits de coma flotante en dispositivos que únicamente soportan operaciones de 
números enteros de 8 bits. Por ello se han desarrollado algunas técnicas que permiten 
convertir modelos de coma flotante de 32 bits a modelos de menor precisión: bien de 
coma flotante de 16 bits o bien modelos de números enteros de 8 bits que se puedan 
ejecutar en dispositivos embebidos2. 

2 Cuando se habla de modelos en este párrafo, se hace referencia a los parámetros y las operaciones del mismo.
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Por lo tanto, el proceso de entrenamiento de los algoritmos de tiny 
machine learning es el mismo que el de los algoritmos de machine 
learning tradicionales. La diferencia radica en las transformaciones 
que se llevan a cabo en el modelo después del entrenamiento. Este 
proceso también es conocido como deep compression [6].

OPTIMIZACIÓN DE MODELOS

Deep compression es un conjunto de técnicas: pruning, model 
distillation, model quantization, Huffman encoding y model 
compilation (), que convierten el modelo original en una versión 
simplificada y reducida manteniendo en gran medida el rendimiento 
del mismo.

Figura 4. Esquema simplificado del proceso de deep compression. Fuente [6]

Los principales beneficios de aplicar las técnicas de deep 
compression son las siguientes: el modelo comprimido es una 
versión reducida en cuanto a tamaño y latencia del modelo original, 
lo que se traduce en un número reducido de parámetros y/o 
parámetros de menor tamaño que precisan de menos memoria 
RAM para su ejecución y, además, un menor coste computacional, 
de ahí la menor latencia al hacer inferencia. Por otra parte, al tener 
que hacer menos cálculos (menor número de parámetros) y/o 
cálculos más sencillos (parámetros de menor tamaño), también se 
puede apreciar una disminución en la energía consumida durante la 
ejecución del modelo.
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PRUNING Y KNOWLEDGE DISTILLATION

El pruning consiste en “podar” las conexiones y las neuronas más 
débiles de la red que no aportan información durante la inferencia 
(figura 5). De esta forma se seleccionan únicamente aquellas 
conexiones y neuronas que son útiles para el modelo, y se mantiene 
así la precisión a la vez que se simplifica la red.

Figura 5. Esquema del proceso de pruning. Fuente [7]

Al igual que en el proceso de pruning, en el knowledge distillation 
el objetivo es obtener una versión simplificada del modelo original 
sin perder prácticamente precisión. Esta técnica, a diferencia del 
pruning, consiste en que un modelo más complejo, el “profesor”, 
transfiera su conocimiento a un modelo más simple, es decir, con 
menos número de parámetros, el “estudiante”.

MODEL QUANTIZATION

Tras el proceso de pruning y/o distillation, 
se tiene un modelo simplificado, con menor 
número de neuronas y conexiones y sus 
correspondientes parámetros de la misma 
precisión que el modelo original: generalmente 
números de coma flotante de 32 bits. Como 
ya se ha mencionado en párrafos anteriores, 
muchos dispositivos embebidos usan una 
aritmética de números enteros de 8 bits y no 
pueden realizar operaciones con modelos de 32 
bits, por lo que es necesaria su transformación. 

Esta técnica, a 
diferencia del pruning, 
consiste en que un 
modelo más complejo, 
el “profesor”, transfiera 
su conocimiento a un 
modelo más simple, 
es decir, con menos 
número de parámetros, 
el “estudiante”.
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Este proceso no es más que un cambio de escala al reducir el número 
de bits necesarios para representar los pesos del modelo. Tal y como se 
puede observar en la figura 6, en la parte superior, cada punto representa 
un valor de un parámetro del modelo original que durante el proceso de 
model quantization se va a codificar en una nueva escala de 8 bits (28 = 
256 valores). Al reducir el número de bits para representar los pesos es 
inevitable que exista un pequeño error de redondeo, lo que va a afectar 
negativamente a la precisión del modelo (generalmente 1-3%).

Figura 6. Esquema del proceso de model quantization. Fuente: [8]

HUFFMAN ENCODING Y COMPILACIÓN

Finalmente, la codificación y la compilación del modelo es un paso 
opcional. 

La codificación consiste en almacenar los datos de una forma eficiente 
consiguiendo que el modelo ocupe menos espacio de almacenamiento. 
Una forma común de optimización es a través de la codificación Huffman. 

Una vez se han optimizado y codificado los modelos, en ocasiones es 
necesario convertirlos a un formato que puedan interpretar los intérpretes 
de redes neuronales de los dispositivos embebidos, como TensorFlow Lite 
o TensorFlow Lite Micro. Para ello, los modelos se compilan en lenguajes 
de programación eficientes como C o C++, que son los más comúnmente 
utilizados por los microcontroladores.

El proceso de model quantization es el 
encargado de convertir los pesos y las 
operaciones del modelo de 32 bits a 16 
bits o a enteros de 8 bits.
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KEYWORD SPOTTING. Es el caso de 
los altavoces inteligentes, con los que 
probablemente mucha gente esté 
familiarizada o, incluso, tenga unos 
en casa. Para poder dar una orden al 
altavoz, como por ejemplo “enciende 
la luz del salón”, primero es necesario 
activarlo con una palabra clave: “OK, 
Google”, “Oye, Siri” o “Alexa”. El altavoz 
está constantemente grabando audios 
de corta duración que se procesan 
en el propio dispositivo mediante tiny 
machine learning hasta que se detecta 
la palabra clave. Es entonces cuando 
el altavoz graba nuestra orden, la envía 
a la nube y la procesa. De esta forma 
se optimiza el almacenamiento de 
datos, ya que únicamente se almacena 
la orden dada después de la palabra 
clave, y el ancho de banda, ya que 
únicamente se envían datos a la nube 
cuando es necesario. 

OTROS EJEMPLOS DE APLICACIÓN DE 
TINY MACHINE LEARNING

Además del ya mencionado robot aspirador Conga, hoy en día estamos 
acostumbrados a interactuar con infinidad de dispositivos, como los 
altavoces inteligentes de Google, Amazon o Apple. Probablemente mucha 
gente no se haya llegado a plantear cómo funcionan realmente estos 
dispositivos y, ¡sorpresa!, uno de los elementos clave es el tiny machine 
learning.

Dos claros ejemplos de aplicaciones con tiny machine learning son dos 
de las áreas que mayor foco han tenido en los últimos años: keyword 
spotting y Visual Wake Words.

VISUAL WAKE WORDS. Es un caso 
similar al keyword spotting cambiando 
el tipo de dato de audio por imagen. Se 
puede poner el ejemplo de un satélite 
que se ha enviado al espacio equipado 
con una cámara y un dispositivo 
embebido que procesa las imágenes 
del planeta Tierra capturadas por 
la cámara. El dispositivo embebido 
ejecuta un modelo de clasificación que 
detecta si en la imagen se aprecia un 
fenómeno natural, como por ejemplo 
un tornado. Únicamente cuando se 
detecta un caso positivo, se envía la 
imagen al centro meteorológico para 
dar el aviso.
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No es difícil imaginar dónde estará 
la industria de las casas inteligentes 
en un futuro próximo. Con el auge de 
la inteligencia artificial en los últimos 
años, uno se puede imaginar cuál 
será la tendencia. Dejando de lado las 
películas de ciencia ficción, en las que 
un supercomputador con inteligencia 
artificial es capaz de interactuar y 
controlar el hogar para satisfacer a sus 
inquilinos como si de un mayordomo 
se tratara, y poniendo el alcance en un 
futuro próximo, podemos intuir que la 
tendencia va hacia desarrollar hogares más 
autónomos, seguros y eficientes. Todo ello 
con el objetivo de garantizar una mayor 
comodidad para el usuario. Para esto, es 
fundamental comprender qué se debe 
hacer para habilitar el futuro de los hogares 
inteligentes. Para lograr esto, debe ser 
más fácil aprovechar la capacidad de los 
dispositivos inteligentes.

EL FUTURO DEL 
SMART HOME5

Muchos de los dispositivos domésticos 
de hoy en día son obedientes de 
manera pasiva. Esto quiere decir que 
hacen lo que se les indica cuando se les 
indica. Es decir, lo que se conoce como 
dispositivos programables. Los usuarios 
pueden programar tareas como subir 
una persiana a la hora que se levantan, 
encender una cafetera cuando suene la 
alarma o incluso una combinación de 
reglas como la hora y la temperatura 
a la que un termostato encenderá la 
calefacción. Estas acciones controladas 
con horarios y reglas no dejan de 
ser acciones introducidas por los 
usuarios previamente. Pero un hogar 
inteligente aprenderá los patrones y las 
preferencias de una familia a través de 
la observación y la inferencia. Con estos 
datos, la casa inteligente podrá tomar 
decisiones de forma independiente sin 
necesidad de intervención humana. Una 
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persona debería poder supervisar, y anular, estas decisiones, 
pero la lógica detrás de ellas será gestionada principalmente 
por el hogar y estará influenciada por las preferencias 
aprendidas del usuario. Estas decisiones podrán considerar 
muchos factores en los que los usuarios simplemente no 
quieren pensar o no quieren programar manualmente. 
Cuanta más inteligencia haya en un sistema, existirán más 
formas de optimizar su rendimiento. Una casa inteligente 
puede ser mucho más flexible que una casa con dispositivos 
programables mediante reglas. Las reglas programadas deben 
generalizar las preferencias de todos los que viven en el hogar, 
pero una casa inteligente puede perfilar los hábitos y las 
preferencias de cada persona individualmente. Por ejemplo, 
cuando solo hay una persona en casa, la casa puede optimizar 
el rendimiento en función de los hábitos y las preferencias de 
esta persona. Cuando varias personas están en casa al mismo 
tiempo, la casa podría dar prioridad a una persona, si se 
desea.

El AIoT tiene como objetivo añadir una capa cognitiva 
y ejecutiva a la funcionalidad actual de los dispositivos 
inteligentes con la finalidad de dotarlos de autonomía para 
analizar situaciones y tomar decisiones.

A día de hoy, se conoce que solamente en torno al 1% de los 
datos generados son utilizados para sacarles partido. Los 
dispositivos de IoT generan grandes cantidades de datos, y 
lo harán en mayor medida en el futuro. Por este motivo, la 
inteligencia artificial va a ser funcionalmente necesaria para 
tratar estos enormes volúmenes si lo que se busca es dar 
sentido a los datos. Todo este proceso recibirá el nombre de 
inteligencia conectada.

La inteligencia artificial y el aprendizaje automático son las principales 
tecnologías necesarias para dar a los dispositivos inteligentes una autonomía 
inicial. Estas transformarán los dispositivos en participantes activos del 
ecosistema que aportarán valor a los usuarios a través de su conciencia del 
entorno y sus capacidades de toma de decisiones. Un término actual que 
hace referencia a lo anterior es el de AIoT (Artificial Intelligence of Things). 
AIoT hace referencia a una nueva tendencia para el futuro de la tecnología 
que combina dos grandes ciencias aplicadas, muy presentes en el mercado 
de hoy: la inteligencia artificial y el IoT. Tal y como ya se ha mencionado 
previamente en este capítulo, IoT hace referencia a la conexión y el control 
de dispositivos inteligentes a través de internet y las aplicaciones móviles. 
Por otro lado, la inteligencia artificial es una amplia rama de la informática 
que se ocupa de la construcción de algoritmos inteligentes que imitan la 
capacidad de resolución de problemas y la toma de decisiones de la mente 
humana. 
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Para dar este paso adelante y entrar 
definitivamente en la era del AIoT, 
también conocido como intelligence of 
things, se necesitará habilitar en mayor 
o menor parte estas capacidades 
cognitivas y ejecutivas hacia los 
dispositivos inteligentes. En este 
sentido entra en juego el concepto 
edge computing (o “computación en el 
borde”) muy ligado al término TinyML, 
comentados en secciones anteriores. 
A modo de recordatorio, se trata de la 
capacidad de procesar datos, analizar 
situaciones, evaluar posibles escenarios 
y tomar decisiones desde el propio 
dispositivo y no desde un servidor 
a cientos o miles de kilómetros de 
distancia. Tal y como se ha comentado 
en las secciones 2 y 4, el gran reto 
reside en crear modelos de inteligencia 
artificial sin latencia de respuesta, es 
decir, que funcionen en tiempo real y 
que además lo hagan en un hardware 
con recursos computacionales 
limitados.

Al agregar inteligencia artificial, se 
busca crear un ecosistema y enfocarse 
aún más a las personas. Los datos 
resultantes del uso de productos 
inteligentes y conectados, y la 
interacción entre personas y máquinas, 
son el factor clave en este contexto.

A su vez, el uso de inteligencia artificial 
y aprendizaje automático “en el borde” 
aumentará la necesidad de seguridad. 
Existirá una mayor necesidad de 
que los dispositivos que usen estas 
tecnologías estén protegidos de 
personas con intenciones maliciosas 
a través de una mayor seguridad. 
Esto significa que los dispositivos 
inteligentes que recopilan y almacenan 
datos de los usuarios deberán proteger 
la privacidad y la seguridad de los 
mismos evitando que los piratas 
informáticos puedan utilizarlos para 
sus propios fines.

Con el auge de la visión por 
computador, la tendencia también será 
introducir cámaras tanto en la vivienda 
como en los dispositivos inteligentes. 
Hoy en día es habitual encontrar en 
el mercado dispositivos como hornos 
y neveras que integran cámaras, para 
dotar de funcionalidades extra, como 
por ejemplo saber qué tengo en la 
nevera o poder ver el interior del horno. 
Analizando las imágenes provenientes 
de estos dispositivos mediante sistemas 
de inteligencia artificial, podrían tomar 
decisiones tan sofisticadas como las 
que podría tomar una persona.

Otra área en la que la casa inteligente 
puede demostrar un valor real es la 
atención de las personas mayores. 
Aunque los botones de pánico fueron 
una de las primeras tecnologías 
de monitoreo de alto nivel, estos 
dispositivos son difíciles de activar 
en una situación accidental. Con 
inteligencia artificial, machine learning 
e IoT el cuidado de personas mayores 
se podrá lograr mediante el rastreo de 
sus movimientos a lo largo del día. Se 
podrá aprender los comportamientos 
diarios, y de este modo, la casa 
inteligente monitorizará su salud y 
seguridad. Cuando se detecte un 
comportamiento anormal, se podrá 
alertar al cuidador humano.
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Todas estas tendencias no están lejos de verse 
en el mercado en un futuro próximo, o incluso 
de verse en la actualidad. Todas ellas están 
relacionadas con hacer que los dispositivos de 
una casa sean más autónomos e inteligentes, y 
que sean capaces de entender el entorno y el 
contexto y actuar de manera independiente. En 
un futuro un poco más lejano se buscará diseñar 
casas inteligentes con un “cerebro” de inteligencia 
artificial que controle una red de dispositivos 
inteligentes conectados a internet (IoT). Se trataría 
de una capa cognitiva superior que a través de 
la información y la actuación autónoma de todos 
los dispositivos inteligentes pudiera establecer 
acciones más globales que implicasen la actuación 
de varios dispositivos a la vez. A su vez, se podrá 
interaccionar con estos sistemas de igual forma 
que lo hacemos hoy en día con un asistente virtual, 
pero de una manera mucho más fluida y avanzada, 
como si de un humano se tratase. Estos sistemas 
podrán incluso aprender a programar secuencias 
de acciones de los dispositivos inteligentes de 
la casa basándose en el historial de uso de los 
usuarios. Además, tomar acciones en beneficio de la 
eficiencia energética siempre teniendo información 
de todos los dispositivos de la casa. 

En resumen, el futuro del smart home pasa por dotar a los dispositivos inteligentes 
de mayor autonomía e inteligencia gracias a la inteligencia artificial. A largo plazo, 
se investigará para que los asistentes virtuales estén a nuestra disposición y que 
podamos interactuar de una manera fluida con nuestro hogar como si de un humano 
se tratase. A su vez, este asistente virtual tomará decisiones propias para hacer la 
vida de los inquilinos más cómoda y sencilla apostando por la eficiencia y ahorro 
energético. 
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En el presente capítulo se ha definido el concepto 
de dispositivo inteligente o dispositivo IoT y su gran 
relevancia en los smart homes u hogares inteligentes. 
De forma sintetizada, se puede definir como hogar 
inteligente aquel que está dotado de dispositivos 
conectados a través de internet, o dispositivos IoT, para 
monitorizar y automatizar tareas cotidianas. 

Además, se ha presentado un campo de la inteligencia 
artificial en auge en los últimos años y muy relacionado 
con los dispositivos inteligentes y el smart home, ya 
que integra la inteligencia artificial en dispositivos 
embebidos: TinyML. Los dispositivos embebidos se 
caracterizan, entre otras cosas, por diseñarse para llevar 
a cabo una tarea concreta con los recursos justos y 
necesarios. Es por ello por lo que en TinyML es muy 
importante que los modelos sean lo más eficientes 
posible. Para ello existen unas técnicas, como por 
ejemplo deep compression, cuyo objetivo es optimizar 
los modelos. 

Este campo abre un gran abanico de posibilidades 
para integrar la inteligencia artificial en los hogares 
inteligentes y, de esta forma, ser capaces de explotar de 
una manera más eficiente los datos recogidos por los 
dispositivos inteligentes.

Por otro lado, se ha presentado una visión particular 
de cómo serán los hogares inteligentes tanto a corto 
como a largo plazo. En resumen, la tendencia irá hacia 
crear hogares más autónomos, eficientes y seguros que 
tomen mejores decisiones debido a su gran capacidad 
de entender el entorno gracias a la inteligencia artificial.

CONCLUSIONES
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